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INTRODUCTION 
Transformer-based language models [1] scaled to billions of parameters, commonly termed Large 

Language Models (LLMs), have advanced, Natural Language Processing (NLP) across machine translation, 

summarization, question answering, and dialogue [2]. These models generate fluent text, yet their reliability 

is limited in settings that require factual correctness, current knowledge, or verifiable sourcing [3]. When 

answers must be grounded in external evidence rather than inferred from parametric knowledge, purely 

generative architectures frequently produce unsupported or outdated content [4]. Retrieval-Augmented 

Generation (RAG) addresses this limitation by separating evidence retrieval from text generation [5]. 

Instead of relying exclusively on parametric knowledge, RAG retrieves evidence from an external 

corpus and conditions generation on the retrieved context. This design enables knowledge updates through 

corpus refresh rather than model retraining and supports evidence-grounded responses when sources are 

available. However, the effectiveness of grounding depends on the retrieval policy: how relevance is 

determined, what context is selected, and how the similarity threshold and ranking strategy shape the 

evidence presented to the generator [6]. It also depends on the generator's capacity to use retrieved context 

consistently rather than overriding it with unsupported content. Evaluating such systems therefore requires 

assessing not only generation fluency but also how retrieval behavior and context selection shape factuality 

and completeness. 

Relevance of the Topic 
RAG systems are increasingly applied in domains where factual accuracy and traceability directly 

influence decision quality, including healthcare [7] and legal research [8]. In such settings, unsupported 

statements carry practical consequences: a misattributed clinical guideline or an unverifiable legal precedent 

can compromise downstream decisions. Retrieval failures, where relevant evidence exists but is not surfaced 

- can negate the intended benefits of grounding. 

Although some LLMs now incorporate web browsing capabilities, such functionality does not 

inherently provide reproducible provenance under controlled evaluation conditions. Web sources vary in 

permanence, access conditions are not always documented, and the criteria by which content is selected or 

retained may be opaque—factors that complicate systematic comparison across experimental runs. 

Parametric LLMs also remain prone to producing fluent but incorrect outputs when evidence is missing, 

conflicting, or weakly linked to the query, and they frequently provide limited or opaque attribution for 

individual claims [3], [9]. 

Research Motivation 
Although surveys describe rapid growth in RAG architectures and pipelines, they also highlight 

fragmentation in configurations and evaluation practices, which limits comparability and informed 

deployment decisions [10]. Three deficiencies motivate the research: 

Deficiency 1: Threshold-aware evaluation. Similarity threshold determines whether retrieved 

documents are included in the generation context and directly influences retrieval precision and recall  [6], 

[11]. In practical deployments, similarity threshold selection is not merely an implementation detail: it 

governs whether a system supplies insufficient context (leading to missing evidence and incomplete answers) 

or excessive context (introducing irrelevant passages that can distract generation and degrade factual 

alignment). Similarity threshold choices also affect computational cost by controlling context size and 

downstream processing. A threshold-aware evaluation procedure is therefore necessary to characterize 

retrieval selectivity systematically and to support evidence-based configuration choices. Retrieval selectivity 

is operationalized through similarity thresholds varied under controlled conditions, enabling systematic 

identification of threshold-sensitive performance patterns across datasets and models. 

Note: "Similarity threshold" refers to the minimum cosine similarity score required for a retrieved passage to 

be included in the generation context. This parameter is also referred to as a "relevance threshold" or 
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"selectivity threshold" in some literature; in the following chapters "similarity threshold" or just "threshold" 

is used for consistency. 

Deficiency 2: Reproducibility infrastructure. RAG pipelines introduce multiple interacting 

configuration layers: corpus preprocessing, chunking strategy, embedding model choice, index construction, 

retrieval settings, generation settings, and evaluation logic. Because these layers interact, independent 

verification becomes difficult when configurations are not captured precisely and reported in a complete and 

comparable form [12], [13]. When configurations are incompletely specified, results cannot be independently 

verified, and apparent improvements may be attributable to hidden differences rather than the intended 

experimental variable. This deficiency is especially acute in threshold-sensitive studies, where small changes 

in retrieval configuration can alter the evidence presented to the model. A reproducibility infrastructure is 

therefore required to record and preserve the complete run context and outputs in a form that supports 

independent verification and cross-study comparison. 

Deficiency 3: Practical guidance for open-source deployments. Organizations that require local or 

on-premises deployment due to security, data governance, or cost constraints must rely on open-source LLMs 

and locally controlled pipelines. However, comparative evidence that links similarity threshold sensitivity in 

retrieval, generation quality, and deployment feasibility under consistent experimental conditions remains 

limited [10], [14]. Without such evidence, model selection and retriever configuration are frequently guided 

by informal benchmarks or mismatched assumptions about retrieval behavior across systems. Practical 

guidance is therefore needed to make threshold sensitivity visible and comparable across open-source 

deployment candidates. 

Research Aim 
The aim of the dissertation is to develop an evaluation framework for Retrieval-Augmented 

Generation that supports evidence-based retrieval configuration decisions for RAG systems with open-source 

LLMs, with particular focus on similarity threshold configuration. 

Research Questions 
Building on the identified deficiencies, three research questions are addressed: 

RQ1: Does varying the similarity threshold produce measurable changes in generation quality? 

RQ2: Do similarity threshold effects differ across language models? 

RQ3: Do comparable similarity threshold ranges hold across knowledge domains? 

Each question corresponds to a specific experimental phase: RQ1 is addressed through systematic 

threshold variation in Phases II–IV, RQ2 through cross-model comparison in Phases III–IV, and RQ3 through 

cross-domain analysis comparing agricultural and biodiversity corpora in Phase IV. Phase I provides system 

demonstration and runtime profiling, establishing baseline platform functionality prior to threshold 

experimentation. 

Objectives 
Four objectives are pursued: 

Objective 1: Define and implement the core components of the evaluation framework by 

integrating three layers: (a) a threshold-aware evaluation procedure with composite scoring, (b) the 

Performance Assessment System for Similarity Evaluation and Retrieval (PaSSER) platform [15] providing 

reproducibility infrastructure with blockchain-based provenance logging, and (c) a controlled experimental 

design producing comparative threshold-aware evidence across models and domains.  

Objective 2: Establish model selection criteria. Define selection criteria aligned with local 

deployment feasibility, licensing constraints, and computational requirements, including profiling of selected 

models with respect to context window size and decoding settings. 

Objective 3: Define metric selection and computation procedures. Select metrics aligned with the 

evaluation constructs of lexical overlap, semantic similarity, fluency, accuracy, and language modeling, and 
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implement metric computation consistently across models and experimental conditions. 

Objective 4: Conduct controlled testing and analysis. Prepare domain corpora and question-answer 

datasets with specified preprocessing and retrieval configurations; execute controlled evaluations under 

systematic parameter variation, including similarity threshold sweeps; and aggregate results to interpret 

outcomes with respect to retrieval selectivity, generation quality, and reproducibility, producing practical 

guidance for model and threshold selection. 

Relationship between research questions and objectives. Research Questions RQ1-RQ3 are 

empirical and examine how similarity threshold configuration affects RAG performance across models and 

domains. Objective 1 defines the core components of the evaluation framework, including the evaluation 

procedure, the reproducibility infrastructure, and the controlled experimental design. Objectives 2-4 

operationalize this framework through model selection, metric definition and computation, and controlled 

testing and analysis. Together, these objectives provide the basis for answering RQ1-RQ3 and for deriving 

practical guidance for model and threshold selection. 

Table I.1 summarizes the mapping between the identified deficiencies, research questions, 

objectives, and resulting contributions. 

Table I.1 Mapping of Deficiencies, Research Questions, Objectives, and Contributions. 

Deficiency 
Research 

Question(s) 
Objective(s) Chapter(s) Contribution 

Framework 

Layer 

D1: Threshold-aware 

evaluation 

RQ1, RQ2, 

RQ3 
Obj 1 (а), Obj 3, Obj 4 Ch. 3–4 C1 

Evaluation 

Procedure 

D2: Reproducibility 

infrastructure 
— Obj 1 (b) Ch. 2 C2 Infrastructure 

D3: Practical 

guidance for open-

source deployments 

RQ1, RQ2, 

RQ3 
Obj 1, Obj 2, Obj 3, Obj 4 Ch. 3–4 C3 Evidence 

* Objective 1 contributes to all three deficiencies by defining the threshold-aware evaluation procedure (D1), implementing 

provenance logging and blockchain recording (D2), and establishing the controlled experimental design that produces comparative 

evidence (D3). Objectives 2-4 operationalize specific components of this framework. 

Three scientific-applied contributions together constitute the evaluation framework.  

The evaluation procedure layer (C1) introduces a threshold-aware evaluation procedure 

incorporating Composite Performance Score, Threshold-aware Composite Performance Score, and Balance 

Score for characterizing retrieval selectivity across similarity threshold settings [15], [16].  

The infrastructure layer (C2) implements reproducibility infrastructure through the PaSSER platform, 

combining blockchain-based provenance logging with complete configuration capture [15], [17].  

The evidence layer (C3) produces practical guidance for open-source RAG deployments, grounded in 

comparative empirical evidence linking similarity threshold sensitivity, generation quality, and deployment 

feasibility across seven models in the 7-8 billion parameter range under controlled experimental conditions 

[16] [18]. 

Structure 
The dissertation consists of an Introduction, five chapters, conclusion, appendices and bibliography.  

Chapter 1 establishes the research foundations and reviews related work on RAG architectures, 

evaluation practices, and reproducibility challenges, positioning Deficiencies D1–D3 within the relevant 

literature. 

Chapter 2 presents the infrastructure of the PaSSER platform. It describes the workflow, the 
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configuration of different settings, the automated testing process, and blockchain-based provenance logging. 

Chapter 3 specifies the model selection rationale and defines the evaluation metrics and computation 

procedures applied in cross-model assessment. 

Chapter 4 reports empirical results from controlled testing across the agriculture and biodiversity 

datasets, analyzing similarity threshold sensitivity, model performance and cross-domain comparison. 

Chapter 5 discusses the research questions and scientific-applied contributions, addresses 

limitations, and outlines future research directions. 

The Conclusion summarizes the main results.  

The back matter includes Supporting Publications, a Citation Record, a Summary of Project 

Participation, Acknowledgements and a Declaration of originality of the results.  

Note: Tables and figures are retained only where required for understanding the summarized content. The 

numbering of all retained tables and figures is preserved as in the dissertation, in accordance with the synopsis 

requirements. 

CHAPTER 1: RETRIEVAL-AUGMENTED GENERATION 
LLMs generate fluent text but remain constrained by static parametric knowledge; outputs may be 

ungrounded, temporally outdated, or difficult to trace. RAG mitigates these limits by incorporating external 

evidence at inference time. Chapter 1 positions the dissertation by tracing RAG's development from 

information retrieval (IR) [11] and natural language processing (NLP) [19], outlining representative RAG 

architectures and failure modes, reviewing evaluation approaches, and identifying research gaps aligned with 

Deficiencies D1–D3. 

1.1 Foundational Developments 
RAG reflects a long convergence of IR and NLP [20]. This section traces that convergence through four 

strands that shaped contemporary RAG systems: (1) basic indexing and data organization, (2) formal IR 

evaluation and early IR–NLP fusion, (3) advanced semantic retrieval and NLP methods, and (4) large-scale IR–

NLP integration with modern embedding-based approaches [20]. Early indexing and evaluation practices 

established retrieval effectiveness concepts such as precision and recall [11], while semantic retrieval evolved 

toward embedding-based similarity matching. These developments provide the technical context for 

integrating retrieval with modern generative models. 

1.2 The Emergence of RAG 

The RAG framework was introduced in 2020 in "Retrieval-Augmented Generation for Knowledge-

Intensive NLP Tasks" [5]. RAG integrates retrieval into generation to mitigate limitations of purely parametric 

models, including reliance on static training data, limited source attribution, and hallucination [21], [22]. 

Architecturally, it separates a retriever and a generator: at inference time, relevant passages are retrieved 

from a document collection and used to condition generation, supporting improved factual accuracy, 

transparency, and domain adaptation without retraining. In the original formulation, retrieval uses dense 

representations (e.g., DPR [23] with BERT-based encoders [24]) and similarity search (e.g., MIPS [25]) with 

approximate nearest-neighbor methods [26], [27], while generation is implemented in a sequence-to-

sequence setting (e.g., BART [28]) grounded in earlier machine translation paradigms [29]. RAG is trained 

end-to-end to align retrieval with generation needs. Reported evaluations covered open-domain question 

answering and related knowledge-intensive tasks, including Natural Questions [30], TriviaQA [31], FEVER [32], 

and MS MARCO NLG [33], demonstrating competitive performance with fewer parameters than purely 

parametric approaches [5]. 

1.3 RAG Innovations and Extensions 
Subsequent research extended RAG to improve retrieval precision, generative accuracy, 

interpretability, and efficiency. A functional categorization of advancements is presented in Table 1.2, 

spanning seven focus areas [20]: architectural efficiency and scalability, data-centric optimization, iterative 
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retrieval and self-refinement, knowledge integration and multimodal extensions, domain adaptation and 

specialization, factual verification and grounding, and few-shot/low-resource enhancement. Many of these 

directions rely on selectivity controls that regulate what evidence is exposed to the generator.  

Table 1.2 Functional Categorization of Recent RAG Advancements. Reproduced from [20]. 

Focus Area Objective 

Architectural Efficiency and Scalability Reduce computational cost, improve inference speed, and 
support real-time applications 

Data-Centric Optimization Improve training quality through noise reduction, sampling, 
and data selection techniques 

Iterative Retrieval and Self-Refinement Introduce mechanisms for multi-step reasoning, response 
revision, or feedback-based retrieval 

Knowledge Integration and Multimodal 
Extensions 

Combine symbolic and neural retrieval to access diverse 
knowledge representations; extend retrieval to additional 

modalities 

Domain Adaptation and Specialization Enable RAG systems to perform well in specialized domains 
or narrow knowledge fields 

Factual Verification and Grounding Reduce hallucinations and improve transparency by 
anchoring outputs in verifiable sources 

Few-Shot and Low-Resource Enhancement Improve generalization with limited training data through 
retrieval-enhanced few-shot learning 

1.3.1–1.3.7 of the dissertation detail each category; the subsection most directly relevant to the evaluation 

framework is summarized below. 

1.3.8 Retrieval Configuration and Similarity Threshold Selection 

Retrieval selectivity is commonly controlled through top-k retrieval and threshold-based filtering. 

Top-k returns a fixed number of the highest-scoring passages, which can include marginally relevant content 

when strong matches are scarce. Threshold-based filtering returns only passages whose similarity exceeds a 

minimum value, enabling variable context sizes and the possibility of returning no passages when evidence 

is weak. Deployments may combine both mechanisms, applying threshold filtering and then truncating to 

top-k (or applying a minimum similarity gate within top-k), creating a configuration space that directly 

influences retrieval precision and recall. 

Across published systems, threshold-like controls are introduced through routing decisions, 

confidence triggers, or decision boundaries (e.g., Self-RAG [34], CRAG [35], Adaptive-RAG [36], FLARE [37]). 

Similarity thresholds are typically selected through local tuning or heuristics rather than systematic sensitivity 

characterization. A published industry case study in the banking domain showed that, under a baseline 

configuration with a fixed similarity threshold of 0.7, the false positive rate for some embedding models could 

reach 99% [38]. Published evaluations commonly report results for a single retrieval configuration and do not 

show how performance changes as thresholds vary. This limits evidence-driven threshold selection, 

confounds model comparisons across selectivity regimes, and reduces transferability across domains. 

1.4 Evaluating RAG 
RAG evaluation requires assessment beyond answer accuracy or lexical overlap [39], including 

whether retrieved evidence is relevant and whether generation remains grounded in that evidence [40], [14]. 

Approaches such as RAGAS [40], RGB [14], and the TREC 2024 RAG Track [41] provide metric suites and shared 

infrastructure, while instrumentation-oriented tooling such as TruLens [42] and tracing/observability 

platforms (e.g., LangSmith [43], [44] and Arize Phoenix [45]) support run-level diagnostics and regression-

style comparisons. Testing harnesses such as DeepEval [46] integrate automated evaluation into development 

7  Miroslava  Dimitrova

Abstracts of Dissertations 2026 (5) 3-48



 

 

 

workflows.  

1.4.1–1.4.5 of the dissertation analyze each approach in detail; the resulting research gaps are summarized 

below. 

1.4.6 Research Gaps in RAG Evaluation 

Across the reviewed evaluation approaches, three gaps are observed. 

First, evaluation is commonly reported under fixed retrieval configurations, without systematic 

characterization across similarity threshold ranges. 

Second, reproducibility support often depends on incomplete configuration capture, and trace logs 

do not inherently provide tamper-evident provenance linking datasets, configurations, intermediate artifacts, 

and outputs. 

Third, comparative evidence is frequently reported relative to proprietary baselines, and guidance 

for open-source deployments under practical constraints remains limited or fragmented. 

These gaps motivate the dissertation's framework (Obj.1): Gaps related to fixed retrieval 

configurations correspond to D1 and are addressed by the Evaluation Procedure layer. Gaps related to 

configuration capture and provenance correspond to D2 and are addressed by the Infrastructure layer. Gaps 

related to comparative guidance under open-source constraints correspond to D3 and are addressed by the 

Evidence layer. 

1.5 Persistent Challenges and Emerging Solutions 
Recurring RAG failure points include missing content, missed top-ranked documents, fragmented 

context, poor content extraction, inconsistent output structuring, incorrect specificity, and incomplete 

responses [47]. Emerging methods attempt to address these issues (e.g., Auto-RAG [48], GraphRAG [49], 

relevance sampling [6], FLARE [37], LightRAG [50], Self-RAG [34], Speculative RAG [51]), but their 

effectiveness depends on evaluation approaches capable of systematically detecting failure modes and 

characterizing selectivity effects. 

1.6 Chapter Summary 
Chapter 1 reviewed RAG background, representative innovations, and evaluation approaches, 

identifying retrieval selectivity, particularly similarity threshold selection, as an under-characterized factor 

influencing downstream generation quality. Three research gaps mapped to D1–D3 were articulated: limited 

threshold-aware evaluation evidence, incomplete reproducibility infrastructure beyond logging, and limited 

comparative guidance for open-source deployment decisions. These gaps motivate the infrastructure 

described in Chapter 2, the model and metric selection procedures in Chapter 3, and the controlled threshold-

sweep experiments reported in Chapter 4. 

CHAPTER 2. DESIGN AND ARCHITECTURE OF PaSSER  
Performance Assessment System for Similarity Evaluation and Retrieval (PaSSER) is a modular, 

browser-based platform for configuring and evaluating RAG pipelines with open-source LLMs [15], [16], [17]. 

The platform integrates threshold-aware retrieval, multi-metric scoring, and blockchain-backed provenance 

logging into a unified workflow for controlled experimentation, addressing D2 (reproducibility infrastructure) 

and fulfilling the infrastructure component (b) of Obj.1. Chapter 2 summarizes PaSSER’s design rationale, 

architecture, and the batch evaluation workflow used for the controlled experiments reported in Chapter 4. 

2.1 Initial System Design 

PaSSER was developed as a complementary module to the Smart Crop Production Data Exchange 

(SCPDx) platform [52], [53], [54]. SCPDx combines a blockchain layer, Antelope (formerly EOSIO) [55], with 

the InterPlanetary File System (IPFS) [56] to support secure and decentralized data management. Prior studies 

informed the blockchain choice, including platform suitability analysis [52] and oracle integration work [57]. 

Antelope was adopted to provide auditable, tamper-resistant records with an explicit permission model and 

low-cost transactions suitable for frequent submissions, while Anchor Wallet [58], [59] supports a client-side 

EVALUATION FRAMEWORK OF  RETRIEVAL-AUGMENTED GENERATION  8 

Abstracts of Dissertations 2026 (5) 3-48



 

 

 

signing workflow that keeps private keys outside the web application. Although SCPDx integrates IPFS for 

distributed content storage, PaSSER does not currently utilize IPFS; future integration is noted in Section 5.4.2. 

PaSSER was designed as a browser-based environment to improve platform independence and reduce local 

installation requirements, supporting reproducibility across heterogeneous client devices. 

2.2 System Architecture 

PaSSER follows a three-layer architecture comprising a web interface (single-page application, SPA), 

backend services, and a blockchain subsystem. The web interface supports configuration input and result 

visualization, while computation is delegated to backend services to keep retrieval, generation, and scoring 

behavior invariant across client environments. Authentication and transaction signing are handled client-side 

via Anchor Wallet, while the blockchain subsystem persists verifiable records after execution completes [17]. 

2.2.1 of the dissertation describes the web interface in detail; the synopsis focuses on the backend pipeline 

and blockchain subsystem as the core enablers of reproducible evaluation. 

2.2.2 Backend Services 

Backend services implement PaSSER’s execution pipeline, performing retrieval, language model 

inference, evaluation dispatch, and provenance logging. Semantic retrieval is implemented using ChromaDB 

[60]. Document corpora are embedded using the Ollama embedding endpoint and stored as vector 

collections. During ingestion, documents are segmented into overlapping text chunks; PaSSER exposes chunk 

size and overlap as configuration parameters. The default configuration is 1024 characters with 50 characters 

overlap and is used in the controlled experiments reported in Chapter 4. Chunking affects retrieval granularity 

and context continuity and may influence selectivity [61]; implications of chunking sensitivity are discussed 

in Section 5.3.2. 

Retrieval modes. Two retrieval modes are implemented at runtime. Normal Mode invokes the 

LangChain VectorStoreRetriever [62] and returns the top-k passages ranked by cosine similarity, yielding a 

fixed number of passages regardless of absolute similarity values. Score Mode employs a 

ScoreThresholdRetriever to filter passages by a minimum cosine similarity threshold. Score Mode exposes 

three parameters: minSimilarityScore (minimum similarity for inclusion), maxK (upper bound on passages 

returned), and kIncrement (step size for iterative threshold sweeps). Normal Mode provides the fixed top-k 

baseline (Phase I, Section 4.1), while Score Mode supports controlled threshold sensitivity experiments 

(Phase II, Section 4.2). 

Inference and evaluation. Text generation is executed via the Ollama API [63]. Generated outputs are 

evaluated against reference answers by a Python-based evaluation service using established libraries 

including Natural Language Toolkit (NLTK), torch, NumPy, rouge, transformers, and SciPy [17]. Formal metric 

definitions are provided in Chapter 3, while Chapter 4 specifies phase-specific selections and aggregation 

procedures (including CPS and T-CPS). 

Provenance logging. Each execution records the active configuration (model identifier, retrieval 

parameters, decoding settings, dataset/vector store identifiers) together with timing and quality outputs. 

Compact summaries are submitted to the Antelope blockchain via a connector using Pyntelope [64]. 

Transaction signing is performed externally via the Anchor wallet, while submission is handled by the 

backend. 

Figure 2.2 summarizes the execution pipeline (ChromaDB retrieval, Ollama inference, Python scoring, 

and blockchain logging). 
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Figure 2.2 Backend services in PaSSER. Reproduced from [16]. 

2.2.3 Blockchain Integration 

PaSSER employs the Antelope blockchain (formerly EOSIO) to provide immutable logging of 

evaluation results and associated metadata. The blockchain is not part of the retrieval or generation path; it 

persists verifiable records after execution completes. Authentication and transaction signing are handled via 

Anchor Wallet, while the backend prepares payloads and submits signed transactions without accessing 

private keys. 

Evaluation results are stored via the "llmtest" smart contract through two append-only actions: 

"addtest" records accuracy-related metrics, and "addtimetest" records time-related indicators (e.g., model 

load and inference duration). Independent verification can be performed by retrieving the corresponding on-

chain record and comparing persisted fields (submitting account, run identifier, timestamp, descriptive label, 

and numeric payload stored as float64[]) against exported run artifacts used in analysis. 

Figure 2.3 shows "addtest" and "addtimetest" logging actions and the on-chain persistence boundary. 

 
Figure 2.3 Blockchain integration in PaSSER. Reproduced from [16]. 

2.3 PaSSER App Functionalities 

This section summarizes the user-facing workflow and artifacts required for controlled evaluation 
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runs. The platform supports both interactive exploration and batch evaluation; controlled experiments 

reported in Chapter 4 rely on batch evaluation. 

2.3.1 System Configuration 

Configuration proceeds by specifying endpoints for the inference server (Ollama API) and vector store 

(ChromaDB), selecting the active LLM and generation temperature, choosing a retrieval policy (Normal or 

Score mode), and linking data resources (vector store selection and import of a JSON dataset of question–

answer pairs). Once confirmed, configuration is session-scoped and attached to outputs for traceability and 

reproducibility. 

2.3.2 and 2.3.4 of the dissertation provide additional interface-level workflows the synopsis summarizes only 

the configuration, retrieval control, and batch evaluation steps used in Chapter 4. 

2.3.3 Retrieval Configuration 

Retrieval configuration determines how passages are selected and assembled as context. Normal 

Mode provides fixed-size top-k retrieval. Score Mode enables threshold-based filtering using a minimum 

cosine similarity cutoff and supports controlled similarity threshold sweeps via minSimilarityScore, maxK, and 

kIncrement. A sweep is operationalized by repeating the 

same evaluation workload while varying only the 

threshold value and holding all other parameters constant 

(dataset, vector store identifier, chunking configuration, 

and model configuration). Each run is labeled and stored 

as a separate evaluation record to enable direct 

comparison across threshold values under a fixed setup. 

2.3.5 Evaluation and Testing 

PaSSER supports dataset-driven batch evaluation 

under controlled retrieval configurations. For each dataset 

item, the system retrieves context, constructs an 

augmented prompt, generates a response, computes 

evaluation metrics, and records results to the blockchain 

via addtest. A complementary timing evaluation module 

logs latency-related indicators (e.g., model load time, 

inference duration, total response time) via addtimetest. 

Results can be retrieved for inspection and exported for 

offline analysis. 

Figure 2.7 shows the evaluation logic. 

2.4 Chapter Summary 

Chapter 2 presented PaSSER as a reproducibility 

infrastructure for threshold-aware RAG evaluation [15], 

[16], [17]. The platform integrates backend execution 

services coordinating retrieval and inference with an 

Antelope blockchain subsystem providing tamper-evident 

provenance logging. PaSSER operationalizes both fixed 

top-k retrieval and threshold-gated retrieval, enabling 

controlled similarity threshold sweeps under constant 

experimental conditions. By attaching configuration 

metadata to each execution and persisting results as wallet-

signed immutable records via "addtest" and "addtimetest", 

PaSSER supports auditability and independent verification, addressing Deficiency 2 and enabling the 

experiments reported in Chapter 4. 

Figure 2.7 PaSSER evaluation workflow overview. 
Reproduced from [16]. 
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CHAPTER 3. MODEL SELECTION AND EVALUATION METRICS 
Chapter 3 defines the components required for the experimental analyses in Chapter 4: the open-

source LLMs evaluated within PaSSER and the evaluation metrics used to assess generation quality. Sections 

3.1–3.3 document the model sets, selection rationale, and integration constraints (Obj. 2). Section 3.4 

specifies the evaluation metrics, including definitions, computation actions, and reporting formats. Section 

3.5 defines the Composite Performance Score (CPS) and Threshold-aware CPS (T-CPS) formulations used for 

multi-metric aggregation (Obj. 3). Together, these components contribute to Deficiency 1 (threshold-aware 

scoring through CPS, T-CPS, and Balance Score) and Deficiency 3 (practical guidance for open-source 

deployments through model selection criteria and evaluation procedures). 

3.1 Overview of Embedded LLMs and Model Selection Criteria 
 A representative set of open-source LLMs was integrated into PaSSER to support controlled 

comparisons under consistent experimental conditions. Selection prioritized open availability, feasibility of 

local inference on mid-range hardware, and architectural diversity within the 7B–8B parameter range. This 

range balances capability and accessibility and typically enables inference on 16–32 GB RAM without 

dedicated GPU clusters, while avoiding the requirements of larger 40B-class models. Models below 7B were 

excluded due to limited capacity in knowledge-intensive generation, while models above 8B were excluded 

due to higher hardware demands [65]. Proprietary models were also excluded because licensing, cost, and 

limited configuration transparency undermine strict reproducibility [66]. 

Two model sets were evaluated: an initial 7B set used in Phases I–II and an updated set (8B-class plus 

an updated Mistral) used in Phases III–IV. Architectural diversity is relevant because similarity threshold 

sensitivity may interact with model-specific factors such as context-window limits, attention efficiency, and 

instruction/reasoning tuning [5], [67], [68]. Table 3.1 summarizes key characteristics of the evaluated models. 

Table 3.1 Comparative summary of evaluated models. 

Model Param. 
Context 
(tokens) 

Key design emphasis 
Primary evaluation 

role 
Ollama tag 

Mistral 7B / v0.3 ~7.3B 
8,192 / 
32,768 

GQA; sliding-window 
attention 

Efficiency-focused; 
cross-version 

continuity 

Mistral 7B / 
Mistral:latest 

Llama 2 7B 7B 4,096 
Standard transformer; 

widely adopted 
General-purpose 

baseline 
Llama 2 7B 

Orca 2 7B 7B 4,096 
Reasoning-oriented 

fine-tuning 
Reasoning-tuned 

comparator 
Orca 2 7B 

Granite 3.2 8B 8B 8,192 
Enterprise-oriented 

curation 
Enterprise reliability 

comparator 
Granite3.2 8b 

DeepSeek R1 8B 8B 8,192 
Reasoning-focused RL 

training 
Reasoning-focused 

8B comparator 
Deepseek r1:8b 

Llama 3.1 8B 8B 8,192 
Updated LLaMA; 

extended context 
Current-generation 

baseline 
llama3.1:8b 

3.2 Initial Set 
The initial set—Mistral 7B [69], Llama 2 7B [70], and Orca 2 7B [71]—was used to establish end-to-

end functionality and profile runtime behavior under fixed top-k retrieval in Phase I [17]. In Phase II [15], the 

same models were evaluated under systematic threshold variation (0.50–0.80) to characterize threshold 

sensitivity. 

3.2.1 Mistral 7B 

Mistral 7B (2023) targets efficient inference in the 7B parameter range [69], [72]. It employs grouped-

query attention (GQA) and sliding-window attention (SWA), which are relevant for RAG workflows where 
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retrieved passages increase prompt length, stress latency and memory. Reported benchmark results position 

Mistral 7B above Llama 2 7B on standard evaluations [73], including MMLU [74] and GSM8K [75]. Within the 

initial set, Mistral 7B serves as the efficiency-focused representative. 

3.2.2 Llama 2 7B 

Llama 2 7B (2023) is a widely used 7B-class model [70]. In the initial model set, Llama 2 7B is included 

as a baseline reference because it is well established and widely adopted, enabling retrieval-setting effects 

(top-k vs. threshold filtering) to be interpreted against a stable comparator under identical experimental 

conditions. Meta also released instruction-tuned variants [68], [70].  

3.2.3 Orca 2 7B 

Orca 2 7B (2023) is a fine-tuned derivative of Llama 2 designed to strengthen reasoning behavior 

through curated instruction tuning rather than architectural changes [71]. Reported improvements appear 

on reasoning benchmarks such as GSM8K and BIG-bench Hard [76]. Within the initial set, Orca 2 7B serves as 

the reasoning-focused representative. 

3.3 Updated Set 

The updated set—Granite 3.2 8B [77], DeepSeek R1 8B [78], Llama 3.1 8B [79], and Mistral 7B v0.3 [80]—was 

evaluated in Phase III (model-dependent threshold analysis) and Phase IV (cross-domain threshold analysis). 

Mistral was retained as an anchor model but updated to v0.3. 

3.3.1 Granite 3.2 8B 

Granite 3.2 8B (IBM, 2024) is an enterprise-oriented 8B instruct model designed for tasks such as 

question answering, summarization, extraction, coding and RAG [77]. In the updated model set, it is included 

as a representative oriented toward enterprise scenarios where more predictable behavior and deployment 

stability are typically expected. 

3.3.2 DeepSeek R1 8B 

DeepSeek R1 8B (2024) emphasizes reasoning-oriented training regimes and reports reinforcement 

learning components [81], and the released distilled variants transfer reasoning patterns from the larger 

DeepSeek R1 line into smaller open models [78]. Within the updated set, it serves as the reasoning-focused 

comparator at the 8B scale. 

3.3.3 Llama 3.1 8B 

Llama 3.1 8B (Meta, July 2024) is an instruction-tuned multilingual model from the Llama 3.1 family. 

Meta positions the 8B variant as a general-purpose assistant model and reports a 128k context length for the 

Llama 3.1 text-only models. [79]. Within the updated set, it functions as the general-purpose baseline at the 

8B scale [82]. 

3.3.4 Mistral 7B (Latest Edition v0.3) 

Mistral 7B v0.3 (2024) is distributed via Ollama under mistral:latest [63], reports an extended context 

window of 32,768 tokens and function calling support [80], and preserves the efficiency-oriented architecture 

described in Section 3.2.1. It is retained to maintain continuity across phases while capturing revisions within 

the Mistral family  [69], [72]. 

3.4 Evaluation Metrics 
Evaluating RAG requires multi-dimensional assessment because retrieval explicitly shapes generation. 

A multi-metric panel of twenty-four metrics was applied across lexical overlap, semantic alignment, 

fluency/predictability and answer quality, statistical association, and readability proxies. The selection follows 

the principle that diverse measures can yield more reliable aggregate assessment than any single metric [83]. 

Sixteen metrics were implemented in Phase I; eight additional metrics were added in Phase III. Table 3.2 

enumerates the complete 24-metric panel (categories, output columns, and implementation phase). 
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Table 3.2 Complete enumeration of the 24-evaluation metrics. 

Category Metric 
Output 
column 

Description Implementation 

Lexical overlap  

METEOR METEOR 
Token-level alignment with stemming and 

synonym matching; balances precision and recall 

Phase I 

ROUGE-1 Rouge-1.r Unigram overlap recall Phase I 

ROUGE-1 Rouge-1.p Unigram overlap precision Phase I 

ROUGE-1 Rouge-1.f Unigram overlap F1 Phase I 

ROUGE-2 Rouge-2.r Bigram overlap recall Phase I 

ROUGE-2 Rouge-2.p Bigram overlap precision Phase I 

ROUGE-2 Rouge-2.f Bigram overlap F1 Phase I 

ROUGE-L Rouge-l.r Longest common subsequence recall Phase I 

ROUGE-L Rouge-l.p Longest common subsequence precision Phase I 

ROUGE-L Rouge-l.f Longest common subsequence F1 Phase I 

BLEU BLEU n-gram precision with brevity penalty Phase I 

F1 Score F1 Score 
Token overlap F1; diagnostic for answer 

correctness 
Phase I 

Semantic 
similarity  

Cosine 
similarity 

Cosine 
similarity 

Embedding-space similarity between generated 
and reference texts 

Phase I 

BERTScore 
Bert-

Score.precision 
Contextual token similarity precision 

Phase III 

BERTScore 
Bert-

Score.recall 
Contextual token similarity recall 

Phase III 

BERTScore Bert-Score.f1 Contextual token similarity F1 Phase III 

Fluency/ 
Predictability  

Laplace 
perplexity 

Laplace 
Perplexity 

Surface-level predictability under a Laplace-
smoothed bigram n-gram language model 

Phase I 

Lidstone 
perplexity 

Lidstone 
Perplexity 

Surface-level predictability under a Lidstone-
smoothed trigram n-gram language model 

Phase I 

Statistical  
correlation 

Pearson 
correlation 

Pearson 
correlation 

Linear association between generated and 
reference representations 

Phase I 

Readability 
proxy  
(B-RT) 

B-RT 
Coherence 

B-
RT.coherence 

Topic focus and local organization 
Phase III 

B-RT 
Consistency 

B-
RT.consistency 

Self-consistency across claims 
Phase III 

B-RT 
Fluency 

B-RT.fluency Readability and grammatical flow 
Phase III 

B-RT 
Relevance 

B-RT.relevance Alignment to query framing 
Phase III 

B-RT 
Average 

B-RT.average Arithmetic mean of B-RT components 
Phase III 

Sections 3.4.1–3.4.5 provide full definitions, computation actions, and reporting formats for each 

metric. For brevity, formulas (3.1) - (3.24) are provided in the dissertation and are also presented in [17], [15] 

and [18]; the synopsis retains only the minimum descriptive context for Sections 3.4.1–3.4.4 and the defining 

formula block for B-RT in Section 3.4.5. 

3.4.1 Lexical Overlap Metrics 

Lexical overlap metrics compare system outputs to reference answers at the level of tokens and n-

grams. METEOR [84], ROUGE [85], and BLEU [86] provide complementary indicators of surface-form 

alignment. 

3.4.2 Semantic Similarity Metrics 

Semantic similarity metrics assess meaning alignment beyond surface overlap. Cosine similarity [87] 

and BERTScore [88] are used to compare generated answers and references through embedding-based 
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representations. 

3.4.3 Fluency, Predictive, and Answer Quality Metrics 

Fluency and predictability indicators are computed using classical n-gram perplexity measures (NLTK) 

as model-independent proxies; implications are discussed in Section 5.3.3. Token-level F1 is used as an 

answer-quality indicator derived from overlap between generated and reference content. 

3.4.4 Statistical Correlation Metrics 

Statistical association is assessed using Pearson correlation to characterize linear relationships 

between selected metric outputs. 

3.4.5 Human-Readability Inspired Metrics (B-RT) 

The B-RT suite implements a Nubia inspired regression-style proxy intended to approximate human 

readability judgments in RAG [89], [90]. Scores are treated as automated comparative signals rather than 

validated human judgments. The base similarity is defined as: 

𝑠 = cos(𝐸𝑐𝑙𝑠(𝑅𝑒𝑓𝑒𝑟𝑒𝑛𝑐𝑒),   𝐸𝑐𝑙𝑠(𝐺)),      (3.25) 

and the aggregate index is: 

𝐵 − 𝑅𝑇. 𝐴𝑣𝑒𝑟𝑎𝑔𝑒 =
𝐶𝑜ℎ𝑒𝑟𝑒𝑛𝑐𝑒+𝐶𝑜𝑛𝑠𝑖𝑠𝑡𝑒𝑛𝑐𝑦+𝐹𝑙𝑢𝑒𝑛𝑐𝑦+𝑅𝑒𝑙𝑒𝑣𝑎𝑛𝑐𝑒

4
    (3.26) 

3.5 Composite Performance Scores 

Because individual metrics capture distinct aspects of quality, multi-metric aggregation is required for 

systematic comparison. Although PaSSER computes all 24 metrics, CPS aggregation uses a nine-metric subset 

to avoid double-weighting correlated variants. Metric families from Section 3.4 are regrouped into four 

evaluation constructs. Table 3.3 summarizes the mapping and aggregation logic. 

Table 3.3 Mapping of Section 3.4 Metric Families to CPS Evaluation Constructs 

Section 3.4. metric family (5 
groups) 

Primary purpose of the 
family 

Mapped CPS 
evaluation construct 

(4 constructs) 
Mapping rule / notes 

3.4.1 Lexical overlap 
(METEOR, ROUGE variants, 
BLEU) 

Measures surface-form 
overlap with the 

reference 
(token/phrase overlap) 

Lexical overlap 
Direct mapping. All lexical overlap measures 

belong here. 

3.4.2 Semantic similarity 
(Cosine Similarity, BERTScore 
variants) 

Measures meaning 
preservation beyond 

exact word overlap 

Semantic similarity 
and alignment 

Direct mapping. Embedding-based similarity 
measures form the core of this construct. 

3.4.3 Fluency, predictive, 
answer quality (Laplace 
Perplexity, Lidstone 
Perplexity, F1 Score) 

Captures linguistic 
predictability and 

answer correctness 

Split mapping: 
Language modeling 

(perplexities) and 
Fluency and answer 

correctness (F1) 

This family spans two constructs: perplexity-
based metrics map to Language modeling; 

F1 maps to Fluency and answer correctness. 

3.4.4 Statistical correlation 
(Pearson Correlation) 

Measures linear 
association between 

paired evaluation 
signals 

Semantic similarity 
and alignment 

Pearson Correlation is used as an alignment 
indicator and grouped under Semantic 

similarity and alignment rather than treated 
as a separate aggregation construct. 

3.4.5 Human-readability 
inspired metrics (B-RT suite) 
(B-RT.fluency, B-RT.relevance, 
B-RT.coherence, B-
RT.consistency, B-RT.average) 

Multi-aspect readability 
and quality signals not 

confined to one 
dimension 

Split mapping across 
constructs (by 

component) 

B-RT is a metric suite. Each component is 
mapped to the construct it operationalizes: 

relevance/average → Semantic similarity 
and alignment; fluency → Fluency and 

answer correctness; coherence/consistency 
→ fluency/coherence signals within the 

same construct. 

3.5.1 Composite Performance Score (CPS) Formulation 

CPS aggregates normalized metric values using a weighted sum, addressing three complications in 
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multi-metric comparison: metrics operate on different scales, have opposing polarities, and differ in 

diagnostic importance [15]. 

For a given query q evaluated under model m at similarity threshold t: 

𝐶𝑃𝑆𝑞 =  ∑ 𝑤𝑖
𝑛
𝑖=1 ×  [𝑑𝑖

(𝑚𝑖,𝑞− 𝑚𝑖𝑛𝑖)

(𝑚𝑎𝑥𝑖− 𝑚𝑖𝑛𝑖)
+  

(1− 𝑑𝑖)

2
]     (3.27) 

where 𝑚_(𝑖, 𝑞) is the raw metric value for metric i on query q, min_i and max_i are observed extremes across 

the evaluation set 𝑑_𝑖 ∈  {−1, +1} is the polarity indicator (𝑑_𝑖 =  +1 if higher is better, 𝑑_𝑖 =  −1 if lower 

is better), and w_i is the metric weight(𝛴𝑤_𝑖 =  1). 

 For positive-polarity metrics 𝑑_𝑖 =  +1: 

𝑁𝑜𝑟𝑚𝑎𝑙𝑖𝑧𝑒𝑑 𝑣𝑎𝑙𝑢𝑒 =  
𝑚𝑖,𝑞− 𝑚𝑖𝑛𝑖

𝑚𝑎𝑥𝑖− 𝑚𝑖𝑛𝑖
      (3.28) 

 For negative-polarity metrics 𝑑_𝑖 =  −1, normalization is inverted: 

𝑁𝑜𝑟𝑚𝑎𝑙𝑖𝑧𝑒𝑑 𝑣𝑎𝑙𝑢𝑒 =  
𝑚𝑎𝑥𝑖− 𝑚𝑖,𝑞

𝑚𝑎𝑥𝑖− 𝑚𝑖𝑛𝑖
      (3.29) 

This ensures all normalized values fall within [0, 1] and higher values consistently indicate better 

performance regardless of original polarity. 

Mean CPS for model m at similarity threshold t across Q queries: 

𝜇𝑚,𝑡 =  
1

𝑄
 ∑ 𝐶𝑃𝑆𝑞

(𝑚,𝑡)𝑄
𝑞=1       (3.30) 

3.5.2 Threshold-Aware Composite Performance Score (T-CPS) 

CPS captures mean performance but not consistency across queries. A configuration with high mean 

CPS but large variance may be less reliable than one with slightly lower mean but stable outputs. T-CPS 

incorporates a reward-penalty structure based on the coefficient of variation (CV) [91]. 

𝐶𝑉𝑚,𝑡 =  
𝜎𝑚,𝑡

𝜇𝑚,𝑡
       (3.31) 

Accordingly, the formulation rewards stable performance while penalizing higher variability: 

𝑇 − 𝐶𝑃𝑆 =  𝜇 × (1 +  𝛼 ×  (1 −  𝐶𝑉))  −  𝛽 ×  𝐶𝑉²    (3.32) 

The reward term (1 +  𝛼 ×  (1 −  𝐶𝑉)) increases scores for low-variability configurations. The 

penalty term 𝛽 ×  𝐶𝑉² applies quadratic reduction as CV increases. Parameters α = 0.1 and β = 0.05 enforce 

a 2:1 asymmetry: the consistency reward contributes up to approximately +10% when variability is low, while 

the penalty reduces scores by up to approximately −5% under the maximum observed CV. These values are 

not claimed as optimal; they represent starting points informed by CPS variation observed in preliminary runs. 

Sensitivity analysis across 25 parameter combinations (𝛼 ∈  {0.05, 0.10, 0.15, 0.20, 0.25}  ×  𝛽 ∈

 {0.025, 0.05, 0.075, 0.10, 0.15}) confirmed ranking stability: 29 of 31 configurations (93.5%) showed no rank 

change across all combinations. α explained 99.87% of T-CPS variance, confirming that the consistency reward 

is the primary driver while the variability penalty plays a secondary moderating role [18]. 

3.5.3 Statistical Significance Testing 

To determine whether observed differences between threshold configurations and baseline are 

statistically meaningful, paired two-tailed t-tests compare per-question CPS distributions between baseline 

and each threshold configuration (𝛼 =  0.05). Pairing is defined at the question level: the same question is 

evaluated under both conditions, controlling for query-specific variation. Significance is reported using 

conventional notation: * for p < 0.05, ** for p < 0.01, *** for p < 0.001. 

Effect size is assessed using Cohen's d for paired samples: 

𝑑 =  
𝑀𝑑𝑖𝑓𝑓

𝑆𝐷𝑑𝑖𝑓𝑓
      (3.33) 

where M_diff is the mean of per-question CPS differences (threshold minus baseline) and SD_diff is 

the standard deviation of those differences. Effect sizes follow standard conventions [92]: negligible (d < 0.2), 

small (0.2 ≤ d < 0.5), medium (0.5 ≤ d < 0.8), or large (d ≥ 0.8). 

Reported p-values are uncorrected. Each phase includes 40 paired comparisons (4 models × 10 

thresholds); at 𝛼 =  0.05, approximately 2 significant results per phase would be expected by chance under 
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the null hypothesis. Significance is therefore interpreted at the pattern level — consistency across thresholds 

within models, coherence across phases, and alignment with effect sizes — rather than as definitive evidence 

from any single comparison (see Section 5.3.3). 

3.5.4 Balance Score (Stability–Performance Ratio) 

While T-CPS incorporates stability directly into the composite score, deployment decisions often 

require an explicit criterion expressing the trade-off between improvement magnitude and output variability. 

Balance Score quantifies how much stability-adjusted improvement is obtained per unit of variability [18]: 

𝐵𝑎𝑙𝑎𝑛𝑐𝑒 𝑆𝑐𝑜𝑟𝑒𝑚,𝑡 =  
(𝑇−𝐶𝑃𝑆i𝑚𝑝𝑟𝑜𝑣𝑒𝑚𝑒𝑛𝑡 %𝑚,𝑡/100)

𝐶𝑉𝑚,𝑡
    (3.34) 

 Higher Balance Scores indicate configurations providing larger stability-adjusted gains per unit of 

variability. Configurations with large improvements but high variability produce lower Balance Scores than 

configurations with moderate improvement and low variability, reflecting a preference for predictable 

behavior when selecting retrieval parameters for deployment. 

3.6 Chapter Summary 

Chapter 3 defined the model set and evaluation metrics used in Chapter 4. Seven open-weight models 

spanning the 7B–8B range were selected under constraints of open availability and feasibility of local 

inference on mid-range hardware [65], [66]. Evaluation employed a 24-metric panel across lexical overlap, 

semantic similarity, fluency/predictability and answer quality, statistical correlation, and readability proxies. 

Multi-metric aggregation was defined through CPS (3.27)–(3.30), extended with stability-aware T-CPS (3.31)–

(3.32) and Balance Score (3.34), with statistical evaluation procedures and effect size reporting (3.33) 

supporting comparative interpretation. These components support Deficiency 1 through threshold-aware 

composite scoring and Deficiency 3 through reproducible model selection criteria and evaluation procedures 

applied in Chapter 4. 

CHAPTER 4:  EXPERIMENTAL EVALUATION AND RESULTS 
4.1 Phase I: System Testing and Runtime Profiling 

Phase I validates end-to-end platform functionality and profiles baseline behavior by executing the 
complete RAG pipeline for three 7B-parameter models (Mistral 7B, Llama 2 7B, Orca 2 7B) across two 
hardware environments [17]. Retrieval operated in Normal Mode (fixed top-k, K = 100) with generation 
temperature 0.2. This phase supports verification of the infrastructure component (b) of Obj.1; threshold-
aware evaluation begins in Phase II. 
4.1.1 Experimental Design  

The agricultural corpus was constructed from Regulation (EU) 2018/848 on organic production [93] 
and the FAO Climate-Smart Agriculture Sourcebook [94]. Documents were preprocessed, segmented using 
the parameters in Section 2.2.2 (1024 characters, overlap 50), embedded using Mistral 7B, and stored in 
ChromaDB. The evaluation dataset comprises 446 question–answer pairs; questions were generated by 
prompting Mistral 7B, introducing a fairness consideration acknowledged in Section 5.3.2 and mitigated in 
Phase IV through use of Claude Opus. Two hardware environments were used: Apple Mac Mini M1 (macOS, 
16 GB RAM, GPU-accelerated) and Intel Xeon Ubuntu Server (128 GB RAM, CPU-only). Two test procedures 
were executed: a RAG Q&A Score Test (16 metrics) and a Timing Performance Test. Outputs were logged on-
chain via smart contract actions (Section 2.2.3). 
4.1.2–4.1.3 Timing and Quality Results.  

The Mac M1 environment achieved approximately 2.2 times higher throughput than the CPU-only 
Ubuntu configuration (Table 4.1 of the dissertation), while quality metric values remained comparable across 
the two environments. The small difference in load duration indicates that the main performance advantage 
is related to inference speed rather than model initialization. Under a fixed retrieval configuration, Mistral 7B 
showed the strongest overall results on most lexical and semantic alignment metrics, Orca 2 7B achieved the 
highest ROUGE precision values, and Llama 2 7B reported the lowest perplexity. These results indicate that 
the relative ranking of the models depends on the metric family considered. The Phase I results are descriptive 
and establish the baseline for the later threshold-sensitive analyses. 
4.1.4–4.1.5 Analysis and System Verification  

17  Miroslava  Dimitrova

Abstracts of Dissertations 2026 (5) 3-48



 

 

 

End-to-end system verification confirmed the correct operation of the full workflow - from data 
ingestion and retrieval, through the generation of 1,338 answers and the computation of 16 metrics, to 
spreadsheet export and blockchain logging. The comparison across the two environments supports the 
interpretation that quality outcomes depend primarily on the model and retrieval configuration rather than 
on the computing environment. 
4.1.6 Phase I Summary 

Phase I establishes PaSSER as a functional and reproducible evaluation environment. With system 
correctness established, Phase II introduces similarity threshold filtering. 

4.2 Phase II: Similarity Threshold and CPS 
Phase II served as a pilot study to examine how similarity threshold influences generation quality 

under a constrained Score Mode configuration and to evaluate CPS aggregation before the broader analyses 

in Phases III-IV [15]. The experiments used three 7B-parameter LLMs - Mistral 7B, Llama 2 7B, and Orca 2 7B 

- with K = 100, K-Inc = 2, and temperature fixed at 0.2. The similarity threshold was varied from 0.50 to 0.80 

in steps of 0.05, producing 2,121 evaluations (3 models × 7 thresholds × 101 questions) on an Apple Mac mini 

M1. This range was selected to capture the transition from more permissive to more selective retrieval while 

avoiding the sparsity conditions examined later in Phases III-IV. Phase II addresses RQ1 within a pilot setting, 

applying components (a) and (c) of Obj. 1 and contributing to Obj.4. 

4.2.1 Experimental Design 

Phase II used a subset of 101 question-answer pairs from the Phase I dataset, while preserving the 

same chunking, embedding, and vector store settings. The main design change was the introduction of Score 

Mode retrieval, which enabled threshold-based filtering of retrieved passages. Per-question exports were 

retained only for thresholds 0.50-0.80, and all Phase II analyses were therefore restricted to this interval. 

4.2.2 CPS Weighting Scheme 

CPS was applied as a weighted aggregation of nine evaluation metrics covering four construct 

families: lexical overlap (METEOR, BLEU, ROUGE-1 F, ROUGE-L F), semantic similarity and alignment (Cosine 

Similarity, Pearson Correlation), fluency and correctness (F1 Score), and language modeling (Laplace 

Perplexity, Lidstone Perplexity). Perplexity metrics are negative-polarity and inverted after normalization 

(Section 3.5.1). Table 4.3 specifies the metric panel and weights. 

Table 4.3 CPS Metric Panel and Weighting Scheme (Phase II). Reproduced from [15]. 

Metric Weight Rationale 

METEOR 0.15 Overall assessment of text quality 

ROUGE-1 F-score 0.075 Different levels of text similarity overlap 

ROUGE-L F-score 0.075 Different levels of text similarity overlap 

BLEU 0.15 Overall assessment of text quality 

Laplace Perplexity 0.075 Predicts performance and accuracy (lower is better) 

Lidstone Perplexity 0.075 Predicts performance and accuracy (lower is better) 

Cosine Similarity 0.10 Measures relevance and retrieval correlation 

Pearson Correlation 0.10 Measures relevance and retrieval correlation 

F1 Score 0.20 Most comprehensive and impactful metric 

TOTAL 1.00  

4.2.3 Results 

Phase II results are reported descriptively, without formal statistical significance testing because this 

phase serves as a pilot study. Within the retained threshold range, the highest CPS was observed at 0.55 for 

Mistral 7B and Llama 2 7B, and at 0.65 for Orca 2 7B. Across the sweep, Orca 2 7B showed the most stable 

CPS profile, whereas Mistral 7B and Llama 2 7B displayed greater threshold sensitivity, including model-

specific declines at intermediate values. Figure 4.1 illustrates these CPS trends across thresholds for all three 

models. 
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Figure 4.1 CPS values for the three models across similarity threshold values 0.50–0.80 (Phase II pilot, Score Mode). 

Adapted from [15]. 

4.2.4–4.2.5 Analysis and Summary  

The Phase II pilot indicates that the threshold associated with the highest CPS is model-dependent 

within the tested configuration. A lower or moderate threshold may remain effective for models that tolerate 

weakly related context more successfully, whereas models more sensitive to retrieval noise may benefit from 

stricter filtering. These interpretations are explanatory rather than causal, since Phase II does not isolate the 

mechanisms linking model characteristics to threshold behavior. The findings are also bounded by the pilot 

conditions: a single domain, a 101-question subset, fixed preprocessing settings, and retained artifacts only 

for thresholds 0.50-0.80. Even with these limits, Phase II provides initial evidence for RQ1 and establishes the 

basis for the broader threshold analyses in Phases III-IV. 

4.3 Phase III: Model-Dependent Similarity Thresholds 
Phase III investigates how open-source LLM performance changes as similarity threshold varies in a 

RAG pipeline, with emphasis on model-dependent sensitivity under progressively more selective retrieval. 

The model set was revised from Phase II: Mistral 7B was retained for continuity in version 0.3, while Llama 2 

7B and Orca 2 7B were replaced by three 8B-class models - DeepSeek R1 8B, Llama 3.1 8B, and Granite 3.2 

8B. Similarity thresholds from 0.50 to 0.95 were evaluated in steps of 0.05. Generation quality was aggregated 

using CPS and T-CPS, with the full 24-metric set computed for each run. Baseline refers to Normal Mode (top-

k retrieval without thresholding), while thresholded runs used Score Mode. Phase III addresses RQ1 and RQ2, 

applying components (a) and (c) of Obj.1 and contributing to Obj. 4. 

4.3.1 Experimental Design 

A subset of 369 question-answer pairs from the Phase I dataset was used, while chunking, 

embedding, and vector store settings were kept unchanged. Experiments were executed across three 

hardware environments - M1 Mac Mini, M2 Mac Mini, and a CPU-only server. Context buffer sizes differed by 

model (2,048-10,000 tokens) because of memory constraints; the implications are discussed in Section 5.3.2. 

To limit hardware-related confounding, statistical comparisons were conducted within each model against its 

own baseline. In total, 16,236 evaluations were executed (4 models × 11 configurations × 369 question-

answer pairs). 

4.3.2 CPS Weighting Scheme 

Phase III applies CPS and T-CPS using an updated metric panel with broader semantic and fluency 

coverage: 30% lexical overlap (METEOR, ROUGE), 25% semantic similarity (BERTScore.f1, B-RT.average), 25% 
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fluency and accuracy (F1 Score, B-RT.fluency), and 20% language modeling (Laplace/Lidstone Perplexity). 

Table 4.6 summarizes the transition from the Phase II panel to the expanded formulation used in Phases III-

IV. 
Table 4.6 Evolution of CPS Metric Panel Across Experimental Phases. 

Category Metric Phase 
II 

Phase 
III-IV 

Change Rationale 

Lexical 
Overlap 

METEOR 0.150 0.150 — Core text quality metric retained 

BLEU 0.150 — Removed Redundant with METEOR; brevity 
penalty less relevant for QA 

ROUGE-1.f 0.075 — Replaced Unigram overlap less informative than 
bigram 

ROUGE-2.f — 0.075 Added Bigram overlap captures phrase-level 
similarity 

ROUGE-L.f 0.075 0.075 — Longest common subsequence retained 

Subtotal 0.450 0.300 −0.150 
 

Semantic 
Similarity 

Cosine Similarity 0.100 — Removed Replaced by contextual embeddings 

Pearson 
Correlation 

0.100 — Removed Statistical measure less interpretable 

BERTScore.f1 — 0.125 Added Contextual token similarity 

B-RT.average — 0.125 Added Multi-dimensional readability proxy 

Subtotal 0.200 0.250 +0.050 
 

Fluency & 
Accuracy 

F1 Score 0.200 0.150 −0.050 Weight redistributed to semantic 
metrics 

B-RT.fluency — 0.100 Added Explicit fluency assessment 

Subtotal 0.200 0.250 +0.050 
 

Language 
Modeling 

Laplace 
Perplexity* 

0.075 0.100 +0.025 Increased emphasis on text 
predictability 

Lidstone 
Perplexity* 

0.075 0.100 +0.025 Increased emphasis on text 
predictability 

Subtotal 0.150 0.200 +0.050 
 

TOTAL 
 

1.000 1.000 
  

4.3.3 CPS Performance Overview  

Table 4.7 summarizes the highest CPS improvement achieved by each model. The best-performing 

threshold was model-dependent: Mistral 7B v0.3 showed the largest gain (+4.58% at 0.95), followed by Llama 

3.1 8B (+1.58% at 0.90), Granite 3.2 8B (+1.25% at 0.95), and DeepSeek R1 8B (+1.01% at 0.90). 

Table 4.7 Top CPS Improvement Configurations by Model (Top 3 Agriculture).  

Model Rank Threshold Mean CPS 
Improvement 

% 

Mistral 7B v0.3 

1 0.95 0.5454 4.58 

2 0.9 0.5338 2.37 

3 0.7 0.5325 2.11 

Granite 3.2 8B 

1 0.95 0.5182 1.25 

2 0.7 0.5179 1.2 

3 0.8 0.5178 1.17 

Llama 3.1 8B 

1 0.9 0.508 1.58 

2 0.7 0.5065 1.33 

3 0.55 0.5052 1.01 

DeepSeek R1 8B 

1 0.9 0.4559 1.01 

2 0.95 0.455 0.8 

3 0.65 0.4548 0.77 
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4.3.4 T-CPS Performance and Stability 

Table 4.8 presents the highest T-CPS configurations per model. For Mistral 7B v0.3, Granite 3.2 8B, 

and Llama 3.1 8B, the best T-CPS thresholds remain close to the CPS optima, indicating broad agreement 

between mean performance and stability-aware ranking. DeepSeek R1 8B differs from this pattern: its highest 

T-CPS occurs at 0.65 (+0.79%), rather than at its CPS-optimal threshold of 0.90, indicating a trade-off between 

performance gain and variability. This shift is consistent with its lower coefficient of variation (CV = 0.085-

0.108) compared with the other models (CV = 0.122-0.148). Figure 4.2 compares threshold-wise CPS and T-

CPS improvements for all models. 

Table 4.8 Top T-CPS Improvement Configurations by Model (Top 3 Agriculture). 

Model Rank Threshold T-CPS T-CPS Impr. % CV Interpretation 

Mistral 7B v0.3 

1 0.95 0.5916 4.54 0.134 Large improvement 

2 0.9 0.5793 2.36 0.131 Moderate improvement 

3 0.7 0.5783 2.17 0.128 Moderate improvement 

Granite 3.2 8B 

1 0.95 0.5628 1.25 0.124 Small improvement 

2 0.8 0.5625 1.2 0.122 Small improvement 

3 0.7 0.5622 1.15 0.129 Small improvement 

Llama 3.1 8B 

1 0.9 0.5501 1.48 0.148 Small improvement 

2 0.7 0.549 1.26 0.142 Small improvement 

3 0.55 0.5484 1.16 0.129 Small improvement 

DeepSeek R1 8B 

1 0.65 0.4961 0.79 0.085 Small improvement 

2 0.9 0.496 0.78 0.108 Small improvement 

3 0.95 0.4958 0.74 0.093 Small improvement 

 

 

Figure 4.2 Phase III (Agriculture, N = 369): Threshold-wise CPS and T-CPS improvements per model. CPS bars indicate percent 
improvement relative to baseline and are colored by significance at p < 0.05 (uncorrected). T-CPS bars (gray) indicate stability-aware 

improvement.  

4.3.5 Correlation Analysis 

Correlation analysis was used to examine metric redundancy and to determine whether T-CPS 

contributes information beyond mean CPS. Figure 4.3 presents the Spearman correlation matrix for the Phase 

III component metrics, pooled across models and thresholds 0.50-0.95 plus baseline using per-question 

results.  
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Figure 4.3 Phase III component metric correlation matrix (Spearman), pooled across models and thresholds 0.50–0.95 plus baseline 

using per-question results. 

Table 4.9 shows that T-CPS is almost perfectly associated with CPS (ρ ≈ 0.999), while also maintaining 

a weaker positive relationship with CV (ρ ≈ 0.392). This indicates that T-CPS remains primarily driven by mean 

performance, while still reflecting stability as a secondary preference. 

Table 4.9 Phase III associations between stability-aware scoring T-CPS, mean CPS, and variability CV (Spearman; N = 44 model and 
threshold configurations). 

Relationship Spearman ρ 

ρ(T-CPS, CPS) 0.999 

ρ(T-CPS, CV) 0.392 

4.3.6 Balance Score 

Balance Score ranks configurations by stability-adjusted improvement per unit of variability (Balance 

Score = (T-CPS improvement % / 100) / CV; Section 3.5.4). Table 4.10 reports the top 10 statistically significant 

positive configurations. Mistral 7B v0.3 dominates this ranking because of its larger T-CPS gains combined 

with moderate variability, whereas DeepSeek R1 8B remains competitive through smaller improvements 

paired with lower CV.  

Table 4.10 Balance Score ranking (top 10 statistically significant positive configurations). 

Rank Model Threshold T-CPS Impr. % CV 
Balance 

Score 
Sig. 

1 Mistral 7B v0.3 0.95 +4.54 0.134 0.339 *** 

2 Mistral 7B v0.3 0.9 +2.36 0.131 0.18 ** 

3 Mistral 7B v0.3 0.7 +2.17 0.128 0.17 * 

4 Mistral 7B v0.3 0.75 +2.06 0.128 0.161 * 

5 Mistral 7B v0.3 0.6 +1.92 0.135 0.142 * 

6 Mistral 7B v0.3 0.55 +1.77 0.132 0.134 * 

7 Granite 3.2 8B 0.95 +1.25 0.124 0.101 ** 

8 Llama 3.1 8B 0.9 +1.48 0.148 0.1 * 

9 Granite 3.2 8B 0.8 +1.2 0.122 0.098 ** 

10 DeepSeek R1 8B 0.65 +0.79 0.085 0.093 ** 
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Table 4.11 summarizes the agreement among the thresholds selected by CPS, T-CPS, and Balance 

Score: full alignment is observed for Mistral 7B v0.3, Granite 3.2 8B, and Llama 3.1 8B, while DeepSeek R1 8B 

again shows divergence, with CPS favoring 0.90 and the stability-aware criteria favoring 0.65. 

Table 4.11 Threshold Alignment Across Selection Criteria by Model. 

Model 
Best CPS 

Threshold 
Best T-CPS 
Threshold 

Best Balance 
Score 

Threshold 
Alignment 

Mistral 7B v0.3 0.95 0.95 0.95 Perfect 

Granite 3.2 8B 0.95 0.95 0.95 Perfect 

Llama 3.1 8B 0.9 0.9 0.9 Perfect 

DeepSeek R1 8B 0.9 0.65 0.65 Divergent 

 Figure 4.4 visualizes the agreement between CPS and T-CPS across thresholds for each model. 

 

Figure 4.4 Phase III (Agriculture, N = 369): CPS–T-CPS Agreement Across Thresholds per Model (Diagonal = Perfect Agreement). 

4.3.7 Statistical Significance  

Two-tailed paired t-tests compared per-question CPS at each threshold against baseline without 

multiple-comparison correction. Significant positive improvements were most frequent for Granite 3.2 8B (7 

of 10 thresholds) and Mistral 7B v0.3 (6 of 10), indicating broader effective threshold ranges under the tested 

configuration. DeepSeek R1 8B showed significant improvement at two thresholds, while Llama 3.1 8B 

showed one significant improvement together with two significant decreases. Table 4.12 summarizes the 

significance distribution, and Figure 4.5 presents the per-threshold heatmap. 

Table 4.12 Significance Distribution by Model (Agriculture Domain). 

Model 
Significant 

Positive 
Significant 
Negative 

Not 
Significant 

Mistral 7B v0.3 6 0 4 

Granite 3.2 8B 7 0 3 

Llama 3.1 8B 1 2 7 

DeepSeek R1 8B 2 0 8 
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Figure 4.5 Statistical significance heatmap of CPS differences from baseline across similarity thresholds (Phase III).  

4.3.8 Model-Specific Similarity Threshold Sensitivity Patterns 

The Phase III results indicate distinct threshold-response profiles across models. Mistral 7B v0.3 

shows the strongest overall pattern, with significant improvements from 0.55 to 0.95 and its highest 

performance at 0.95. Granite 3.2 8B also maintains a broad effective range, from 0.65 to 0.95, combined with 

relatively stable variability. In contrast, Llama 3.1 8B exhibits a narrower effective range and greater sensitivity 

to threshold selection. DeepSeek R1 8B shows more limited improvements and a divergence between the 

thresholds favored by mean performance and by stability-aware criteria. 

4.3.9 Phase III Summary 

Table 4.13 summarizes the best-performing configurations for each model together with their 

significance markers. The results show that similarity-threshold effects are model-dependent: Mistral 7B v0.3 

and Granite 3.2 8B perform best at 0.95, Llama 3.1 8B at 0.90, and DeepSeek R1 8B shows different optima 

depending on whether performance alone or stability-aware criteria are emphasized. These findings provide 

evidence for RQ1 and RQ2 within the agricultural domain, while their generalizability beyond the tested 

configuration is examined in Phase IV. 

Table 4.13 Best-Performing Configurations Summary (Agriculture Domain).  

Model 
Peak 

Threshold 
CPS Impr. % T-CPS Impr. % CV 

Balance 
Score 

Sig. 

Mistral 7B v0.3 0.95 4.58 4.54 0.134 0.339 *** 

Granite 3.2 8B 0.95 1.25 1.25 0.124 0.101 ** 

Llama 3.1 8B 0.9 1.58 1.48 0.148 0.1 * 

DeepSeek R1 
8B 

0.65 / 0.90 0.77 / 1.01 0.79 / 0.78 0.085 / 0.108 0.093 / 0.072 ** / * 

* DeepSeek R1 8B shows divergent optima: similarity threshold 0.65 prioritizes stability-aware selection (T-CPS and Balance Score), 
while similarity threshold 0.90 prioritizes mean performance (CPS). 

4.4 Phase IV: Cross-Domain Evaluation (Biodiversity) 
Phase IV extends the Phase III similarity-threshold analysis to a biodiversity domain in order to 

examine cross-domain generalization. The model set, threshold sweep (0.50-0.95, step 0.05), retrieval 

definitions, prompt format, chunking settings, embedding model, temperature (0.2), and evaluation 

framework remained unchanged. The main changes were the knowledge corpus, the biodiversity test set (N 
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= 426 question-answer pairs), and the use of a single execution environment (M1 Mac Mini). The full 24-

metric set was computed for each run. The aim was to determine whether threshold effects and model-

dependent sensitivity patterns persist when corpus characteristics differ, including vocabulary and 

embedding similarity distributions. Phase IV addresses RQ1, RQ2, and RQ3 by repeating the Phase III 

procedure in a second domain and comparing the resulting threshold-response patterns. 

4.4.1 Experimental Design 

All experiments were executed on a single M1 Mac Mini using a fixed 16,000-token context buffer 

across models and thresholds. This standardization removes context-buffer variation as a confounding factor 

and strengthens the interpretation of observed differences as domain-related rather than hardware-related. 

The biodiversity corpus comprised 426 question-answer pairs derived from authoritative sources, including 

the Convention on Biological Diversity [95] and the EU Biodiversity Strategy [96]. Reference answers were 

extracted from the source documents, and questions were generated with Claude Opus using the same 

general procedure as in Phase I. In total, 18,744 evaluations were conducted (4 models × 11 configurations × 

426 question-answer pairs). 

4.4.2 CPS Weighting Scheme 

The same 9-metric weighting scheme used in Phase III (Table 4.6) was retained without modification. 

The weights preserve the four-construct evaluation framework: lexical overlap (30%), semantic similarity 

(25%), fluency and accuracy (25%), and language modeling (20%). T-CPS was again computed with α = 0.1 and 

β = 0.05. 

4.4.3 CPS Performance Overview 

CPS performance across thresholds 0.50-0.95 was evaluated for all four models in the biodiversity 

domain. Table 4.14 reports the top three CPS improvement configurations for each model. Compared with 

the agriculture domain, the biodiversity results show larger CPS gains and lower peak thresholds across all 

models. The highest CPS improvements were observed for Mistral 7B v0.3 at 0.80 (+13.32%), DeepSeek R1 

8B at 0.55 (+8.45%), Granite 3.2 8B at 0.80 (+6.95%), and Llama 3.1 8B at 0.85 (+2.06%). 

Table 4.14 Top CPS Improvement Configurations by Model (Top 3 Biodiversity) 

Model Rank Threshold Mean CPS 
Improvement 

% 

Mistral 7B v0.3 

1 0.8 0.4911 13.32 

2 0.65 0.4764 9.94 

3 0.7 0.4747 9.53 

Granite 3.2 8B 

1 0.8 0.4473 6.95 

2 0.95 0.4422 5.73 

3 0.55 0.4413 5.51 

Llama 3.1 8B 

1 0.85 0.4713 2.06 

2 0.7 0.4606 −0.25 

3 0.8 0.4567 −1.11 

DeepSeek R1 
8B 

1 0.55 0.5094 8.45 

2 0.6 0.4906 4.45 

3 0.7 0.4775 1.66 

4.4.4 T-CPS Performance and Stability 

Table 4.15 summarizes the top T-CPS configurations for each model, incorporating variability through 

the coefficient of variation (CV). The stability-aware rankings remain model-dependent but largely coincide 

with the CPS results: Mistral 7B v0.3 and Granite 3.2 8B peak at 0.80, Llama 3.1 8B at 0.85, and DeepSeek R1 

8B at 0.55. Among the top configurations, DeepSeek R1 8B shows the lowest variability (CV = 0.129-0.158), 

whereas the other models remain in a higher range (CV = 0.233-0.254), indicating more stable output quality 

across queries. This pattern is also visible in Figure 4.6, which compares threshold-wise CPS and T-CPS 
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improvements per model and highlights where stability adjustment changes the ranking relative to raw CPS 

improvement. 

Table 4.15 Top T-CPS Improvement Configurations by Model (Top 3 Biodiversity) 

Model Rank Threshold T-CPS 
T-CPS 

Impr. % 
CV Interpretation 

Mistral 7B 
v0.3 

1 0.8 0.5254 14.23 0.242 Large improvement 

2 0.65 0.5102 10.93 0.233 Large improvement 

3 0.7 0.5078 10.41 0.24 Large improvement 

Granite 3.2 
8B 

1 0.8 0.4785 7.25 0.239 Moderate improvement 

2 0.55 0.4723 5.87 0.235 Moderate improvement 

3 0.95 0.472 5.8 0.254 Moderate improvement 

Llama 3.1 
8B 

1 0.85 0.5042 2.29 0.24 Small improvement 

2 0.7 0.4928 −0.03 0.24 Minimal change 

3 0.8 0.4884 −0.92 0.241 Minimal change 

DeepSeek 
R1 8B 

1 0.55 0.5529 8.75 0.129 Large improvement 

2 0.6 0.5306 4.38 0.158 Moderate improvement 

3 0.7 0.5165 1.59 0.157 Small improvement 

 

 
Figure 4.6 Phase IV (Biodiversity, N = 426): Threshold-wise CPS and T-CPS improvements per model. CPS bars indicate percent 

improvement relative to baseline and are colored by significance at p < 0.05 (uncorrected). T-CPS bars (gray) indicate stability-aware 
improvement.  

4.4.5 Correlation Analysis 

Correlation analysis was used to assess metric redundancy and to determine whether T-CPS 

contributes information beyond mean CPS. Figure 4.7 presents the Spearman correlation matrix for the Phase 

IV component metrics pooled across thresholds 0.50-0.95 plus baseline. Table 4.16 shows that T-CPS remains 

strongly associated with CPS (ρ ≈ 0.992), while also showing a substantial inverse association with CV (ρ ≈ -

0.724). This indicates that, in Phase IV, T-CPS preserves mean-performance ranking while also expressing a 

stronger stability signal than in Phase III. The correlation structure additionally suggests tighter clustering 

among lexical overlap metrics and a domain-dependent shift in perplexity relationships, indicating that metric 

interdependencies are sensitive to corpus characteristics. 
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Figure 4.7 Phase IV component metric correlation matrix (Spearman), pooled across models and similarity thresholds 0.50–0.95 plus 

baseline using per-question results. 

Table 4.16 Phase IV associations between stability-aware scoring T-CPS, mean CPS, and variability CV (Spearman; N = 44 model and 
threshold configurations). 

Relationship Spearman ρ 

ρ(T-CPS, CPS) 0.992 

ρ(T-CPS, CV) -0.724 

4.4.6 Balance Score 

Balance Score ranks configurations by stability-adjusted improvement magnitude (Balance Score = (T-

CPS improvement % / 100) / CV; Section 3.5.4). Table 4.17 reports the top 10 statistically significant positive 

configurations. DeepSeek R1 8B at threshold 0.55 achieves the highest Balance Score because it combines 

strong improvement with the lowest variability, while Mistral 7B v0.3 occupies several top positions through 

consistently large gains across thresholds.  

Table 4.17 Balance Score Ranking (top 10 statistically significant positive configurations) 

Rank Model Threshold 
T-CPS Impr. 

% 
CV 

Balance 
Score 

Sig. 

1 DeepSeek R1 8B 0.55 +8.75 0.129 0.678 *** 

2 Mistral 7B v0.3 0.8 +14.23 0.242 0.588 *** 

3 Mistral 7B v0.3 0.65 +10.93 0.233 0.469 *** 

4 Mistral 7B v0.3 0.7 +10.41 0.24 0.434 *** 

5 Mistral 7B v0.3 0.9 +8.49 0.236 0.36 *** 

6 Mistral 7B v0.3 0.75 +7.74 0.228 0.34 *** 

7 Mistral 7B v0.3 0.85 +7.17 0.217 0.33 *** 

8 Granite 3.2 8B 0.8 +7.25 0.239 0.303 *** 

9 DeepSeek R1 8B 0.6 +4.38 0.158 0.277 *** 

10 Mistral 7B v0.3 0.5 +6.8 0.26 0.262 *** 
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Table 4.18 shows full agreement among CPS, T-CPS, and Balance Score for all four models in the 

biodiversity domain, making threshold selection more straightforward than in Phase III.  

Table 4.18 Threshold Alignment Across Selection Criteria by Model 

 
Model 

Best CPS 
Threshold 

Best T-CPS 
Threshold 

Best Balance 
Score 

Threshold 
Alignment 

Mistral 7B v0.3 0.8 0.8 0.8 Perfect 

Granite 3.2 8B 0.8 0.8 0.8 Perfect 

Llama 3.1 8B 0.85 0.85 0.85 Perfect 

DeepSeek R1 8B 0.55 0.55 0.55 Perfect 

Figure 4.8 plots CPS improvement against T-CPS improvement for each threshold per model. Points 

on the diagonal indicate that stability adjustment does not change the result, while deviations from the 

diagonal show where variability shifts T-CPS relative to mean CPS. 

 
Figure 4.8 Phase IV (Biodiversity, N = 426): CPS–T-CPS Agreement Across Thresholds per Model (Diagonal = Perfect Agreement). 

4.4.7 Statistical Significance 

Two-tailed paired t-tests compared per-question CPS values at each similarity threshold against 

baseline without multiple-comparison correction. Table 4.19 summarizes the significance distribution by 

model, and Figure 4.9 presents the corresponding heatmap. Mistral 7B v0.3 shows significant positive 

improvements at 9 of 10 thresholds, indicating the broadest effective range in this domain. Granite 3.2 8B 

shows significant improvement at 3 thresholds, DeepSeek R1 8B at 2 thresholds together with 2 significant 

negative effects at stricter settings, and Llama 3.1 8B shows only 1 significant positive result alongside 

multiple significant decreases. 

 

EVALUATION FRAMEWORK OF  RETRIEVAL-AUGMENTED GENERATION  28 

Abstracts of Dissertations 2026 (5) 3-48



 

 

 

Table 4.19 Significance Distribution by Model (Biodiversity Domain) 

Model 
Significant 

Positive 

Significant 

Negative 
Not Significant 

DeepSeek R1 8B 2 2 6 

Granite 3.2 8B 3 0 7 

Llama 3.1 8B 1 5 4 

Mistral 7B v0.3 9 0 1 

 

 
Figure 4.9 Statistical significance heatmap of CPS differences from baseline across similarity thresholds (Phase IV). 

4.4.8 Model-Specific Similarity Threshold Sensitivity Patterns 

Model-dependent sensitivity profiles remain visible under domain shift, although the effective 

threshold ranges and improvement magnitudes change. In the biodiversity domain, Mistral 7B v0.3 shows 

the broadest positive response, with peak performance at 0.80 (+13.32% CPS; +14.23% T-CPS) and 

improvements across most of the tested thresholds. Granite 3.2 8B shows a more moderate response, with 

significant gains at a smaller set of thresholds and its highest performance also at 0.80 (+6.95% CPS; +7.25% 

T-CPS). Llama 3.1 8B remains highly sensitive to threshold selection, with only one significant positive 

threshold at 0.85 and several thresholds associated with significant degradation. DeepSeek R1 8B shows an 

effective range concentrated at lower thresholds, especially 0.55-0.60, with strong gains at 0.55 but negative 

effects under stricter filtering. Owing to its lower variability, it also achieves the highest Balance Score in this 

phase. 

4.4.9 Cross-Domain Comparison 

Comparison between Phase IV and Phase III shows domain-dependent shifts in peak-performing 

thresholds and improvement magnitudes. Across all four models, the CPS-optimal thresholds are lower in the 

biodiversity domain than in agriculture: Mistral 7B v0.3 and Granite 3.2 8B shift from 0.95 to 0.80, Llama 3.1 

8B from 0.90 to 0.85, and DeepSeek R1 8B from 0.90 to 0.55. Improvement magnitudes also increase in 

biodiversity, indicating stronger threshold sensitivity in that corpus. Threshold selection becomes more 

consistent as well: all four models show full agreement across CPS, T-CPS, and Balance Score, whereas in 
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agriculture DeepSeek R1 8B required a trade-off between mean performance and stability-aware ranking. 

Taken together, these results show that best-performing similarity thresholds are domain-dependent and 

should be calibrated for the target corpus rather than transferred unchanged across domains. 

Table 4.20 Cross-Domain Comparison: Agriculture (Phase III) vs. Biodiversity (Phase IV). 

Model Agriculture 
Most Favorable 

Threshold 

Agriculture 
CPS 

improvement % 

Bio Most 
Favorable 
Threshold 

Bio CPS 
improvement % 

Shift 

Mistral 7B v0.3 0.95 +4.58% 0.80 +13.32% -0.15 

Granite 3.2 8B 0.95 +1.25% 0.80 +6.95% -0.15 

Llama 3.1 8B 0.90 +1.58% 0.85 +2.06% -0.05 

DeepSeek R1 8B 0.90 +1.01% 0.55 +8.45% -0.35 
* Agriculture and biodiversity thresholds reflect CPS peaks. For DeepSeek R1 8B, the stability-aware optimum (T-CPS/Balance Score) 

in agriculture is 0.65; see Table 4.13. 

4.4.10 Phase IV Summary 

Phase IV evaluated similarity-threshold sensitivity across four open-source language models using 

426 question-answer pairs from the biodiversity domain under standardized hardware conditions. The best-

performing configurations are summarized in Table 4.21: Mistral 7B v0.3 peaks at 0.80 (CPS +13.32%; T-CPS 

+14.23%), Granite 3.2 8B at 0.80 (+6.95%; +7.25%), Llama 3.1 8B at 0.85 (+2.06%; +2.29%), and DeepSeek R1 

8B at 0.55 (+8.45%; +8.75%). DeepSeek R1 8B also achieves the highest Balance Score (0.678), reflecting the 

combination of strong gains and low output variability. At their peak thresholds, Mistral 7B v0.3, Granite 3.2 

8B, and DeepSeek R1 8B show strong statistical support, while Llama 3.1 8B records a smaller but still positive 

gain. These results are bounded by the tested configuration of four models, 426 questions, the biodiversity 

domain, and a single standardized hardware environment. Within those limits, Phase IV provides evidence 

for RQ1 and RQ2 in the biodiversity domain, while the cross-domain implications for RQ3 are addressed in 

Section 4.4.9. 
Table 4.21 Best-Performing Configurations Summary (Biodiversity Domain). Significance markers summarize paired t-test results;  

Model 
Peak 

Threshold 
CPS  

Impr. % 
T-CPS  

Impr. % CV 
Balance  

Score Sig. 

Mistral 7B v0.3 0.8 13.32 14.23 0.242 0.588 *** 

Granite 3.2 8B 0.8 6.95 7.25 0.239 0.303 *** 

Llama 3.1 8B 0.85 2.06 2.29 0.24 0.095 * 

DeepSeek R1 8B 0.55 8.45 8.75 0.129 0.678 *** 

4.5 Chapter Summary 

Chapter 4 examined how similarity threshold affects RAG generation quality across seven open-

source language models and two knowledge domains using the PaSSER platform described in Chapter 2 and 

the evaluation framework defined in Chapter 3. Phase I established baseline system behavior under fixed top-

k retrieval and compared runtime and quality results for three 7B models across two hardware environments. 

Phase II introduced threshold-based retrieval in a pilot sweep from 0.50 to 0.80 and showed that CPS varies 

by model. Phase III extended the analysis to four models and thresholds up to 0.95 in the agriculture domain, 

demonstrating model-dependent sensitivity under CPS, T-CPS, and Balance Score, supported by paired 

statistical testing against baseline. Phase IV repeated this threshold analysis in the biodiversity domain under 

standardized hardware and showed lower peak thresholds, larger improvement magnitudes, and full 

agreement among CPS, T-CPS, and Balance Score. Taken together, the results show that threshold effects are 

model-dependent and domain-sensitive, and that best-performing thresholds require corpus-specific 

calibration. Across all phases, the evaluation procedure, infrastructure, and experimental design components 

of Objective 1 were applied consistently, fulfilling Objective 4 and providing empirical support for Deficiency 

1, Deficiency 2, and Deficiency 3.  
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CHAPTER 5: DISCUSSION AND FUTURE WORK  
The dissertation is guided by one research aim and four objectives. Its aim is to develop an evaluation 

framework for Retrieval-Augmented Generation that supports evidence-based retrieval configuration 

decisions for RAG systems with open-source LLMs, with particular focus on similarity threshold configuration. 

Objective 1 defines and implements the core components of the framework: a threshold-aware evaluation 

procedure, the PaSSER platform as reproducibility infrastructure, and a controlled experimental design. 

Objectives 2 and 3 establish model selection criteria and define the evaluation metrics and computation 

procedures. Objective 4 applies these foundations through controlled testing and analysis across models and 

domains. Chapter 1 identifies the research gaps and corresponding deficiencies. Chapters 2 and 3 present the 

platform, model selection rationale, metrics, and computation procedures. Chapter 4 reports the 

experimental results. The findings are synthesized below: Section 5.1 addresses the research questions, 

Section 5.2 outlines the scientific-applied contributions, Section 5.3 discusses limitations, and Section 5.4 

indicates future research directions. 

5.1 Answers to Research Questions 
Sections 5.1.1-5.1.3 synthesize the evidence from Phases II-IV in relation to the three research 

questions. 

5.1.1 Threshold Effects on Generation Quality (RQ1) 

Similarity threshold configuration produced statistically significant effects on generation quality. 

Across the agricultural and biodiversity corpora, threshold variation within the tested range of 0.50-0.95 

yielded CPS improvements of up to +4.58% in Phase III and +13.32% in Phase IV relative to baseline. 

The Phase II pilot provided the first indication that CPS varies across threshold settings even within a 

relatively narrow range. Using 101 question-answer pairs and three 7B-parameter models, it showed that 

peak-performing thresholds already differed by model, with Mistral 7B and Llama 2 7B peaking at 0.55 and 

Orca 2 7B at 0.65. These pilot results justified the broader threshold sweep and expanded model set used in 

the later phases. 

Phase III extended the analysis to four models, 369 questions, and thresholds from 0.50 to 0.95, with 

statistical testing against baseline. Under these conditions, Granite 3.2 8B and Mistral 7B v0.3 showed the 

clearest evidence of systematic threshold sensitivity, with significant positive effects at 7 of 10 and 6 of 10 

thresholds, respectively. DeepSeek R1 8B and Llama 3.1 8B showed fewer significant gains, and their 

threshold behavior was more constrained or mixed. 

Phase IV applied the same threshold-evaluation procedure to the biodiversity corpus. The results 

again showed that threshold choice affects generation quality, but the magnitude and direction of those 

effects differed by model. Mistral 7B v0.3 showed significant improvement at 9 of 10 thresholds, whereas 

Granite 3.2 8B contracted from a broad effective range in Phase III to only 3 significant thresholds in Phase IV. 

DeepSeek R1 8B showed positive effects at lower thresholds and degradation at stricter ones, while Llama 

3.1 8B showed predominantly negative threshold effects. Output variability also increased in Phase IV across 

all models, as reflected in higher coefficient of variation values. 

Taken together, these findings provide an affirmative answer to RQ1: similarity threshold 

configuration produced measurable and, in many cases, statistically significant effects on generation quality. 

Improvements of up to +4.58% in agriculture and +13.32% in biodiversity were achieved through threshold 

calibration alone, without model retraining or architectural changes. At the same time, the best-performing 

threshold was not fixed across models or domains, indicating that threshold selection should be established 

empirically for the target configuration rather than assumed in advance. 

5.1.2 Model-Dependent Similarity Threshold Sensitivity (RQ2) 

The results show substantial model-dependent variation in similarity-threshold sensitivity. The 

models differed not only in their best-performing threshold values, but also in the breadth of their effective 

threshold ranges, the magnitude of their CPS improvements, and the consistency of their responses across 
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configurations. 

Mistral 7B v0.3 showed the broadest and most consistent positive response. In Phase III, it achieved 

significant improvements across thresholds from 0.55 to 0.95, and in Phase IV this responsiveness expanded 

further, with significant gains at 9 of 10 tested thresholds and a peak CPS improvement of +13.32% at 0.80. 

Among the models evaluated in Phases III and IV, it was the only one to maintain a broad positive threshold-

response profile across both domains. 

Granite 3.2 8B showed a different pattern. In the agricultural domain, it exhibited a broad plateau of 

significant gains across thresholds from 0.65 to 0.95. In the biodiversity domain, however, that range 

narrowed substantially to 3 significant thresholds. This makes Granite 3.2 8B the clearest example of 

contraction in sensitivity breadth under domain change, although the interpretation remains qualified by the 

Phase III-IV procedural differences discussed in Section 5.3.2. 

Llama 3.1 8B showed a much narrower positive range in agriculture and predominantly negative 

effects in biodiversity. In Phase IV, 6 of 10 thresholds were significant, but only one of these was positive. This 

reversal suggests that threshold calibration for Llama 3.1 8B is especially sensitive to corpus conditions and 

may become unstable when retrieval characteristics change. 

DeepSeek R1 8B showed comparatively limited responsiveness in Phase III, but a more distinctive 

pattern in Phase IV. In biodiversity, it improved at lower thresholds and degraded at stricter ones, producing 

a bifurcated threshold-response profile. Although its mean CPS gains were not the largest overall, its lower 

coefficient of variation contributed to the highest Balance Score observed in Phase IV. This indicates that 

DeepSeek R1 8B becomes more competitive when stability-aware evaluation is taken into account. 

These results provide an answer to RQ2: threshold sensitivity differed substantially across models in 

both magnitude and form. Some models showed broad and stable positive response, others showed narrow 

or contracting effective ranges, and others changed direction across domains. Threshold selection therefore 

cannot be generalized across models, since a setting that improves one model may have little effect or even 

a negative one for another 

5.1.3 Cross-Domain Generalization (RQ3) 

Threshold sensitivity was compared between the agricultural corpus in Phase III and the biodiversity 

corpus in Phase IV. The comparison revealed systematic cross-domain differences, although these must be 

interpreted cautiously because corpus, question-generation procedure, and hardware conditions were not all 

held constant between phases. 

The clearest pattern is that the best-performing thresholds shifted downward in Phase IV for all four 

models. In biodiversity, each model reached its highest CPS at a lower threshold than in agriculture, with the 

largest downward shift observed for DeepSeek R1 8B. Improvement magnitudes also increased for most 

models. Mistral 7B v0.3, Granite 3.2 8B, and DeepSeek R1 8B all achieved substantially larger gains in Phase 

IV than in Phase III, whereas Llama 3.1 8B remained comparatively weak and showed predominantly negative 

threshold effects. The relative ranking of models also changed across domains: DeepSeek R1 8B moved from 

the weakest peak CPS result in agriculture to the second strongest in biodiversity, while Llama 3.1 8B dropped 

from second to fourth. 

The cross-domain shift was visible not only in the peak thresholds and improvement magnitudes, but 

also in the structure of the metric relationships. The correlation patterns among component metrics differed 

between Phases III and IV, indicating that the interaction between overlap, semantic similarity, fluency, and 

variability was sensitive to corpus conditions. In addition, threshold selection behavior became more 

consistent in biodiversity, where CPS, T-CPS, and Balance Score aligned for all four models, unlike the 

agriculture phase where DeepSeek R1 8B showed divergence between mean-performance and stability-

aware criteria. 

Collectively, these results support the answer to RQ3: threshold-response patterns did not transfer 

unchanged across domains. The direction of the shift was systematic, with lower best-performing thresholds 
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and larger gains in the biodiversity phase, but the exact effects depended on the model. This indicates that 

threshold calibration should be treated as corpus-specific rather than assumed to generalize automatically 

from one knowledge domain to another. 

5.2 Scientific-applied Contributions 
Three scientific-applied contributions are defined as layers of an integrated evaluation framework 

that address the deficiencies identified in the Introduction: a threshold-aware evaluation procedure with 

composite scoring (C1, Evaluation Procedure layer, addressing D1), reproducibility infrastructure with 

blockchain-based provenance logging (C2, Infrastructure layer, addressing D2), and comparative empirical 

guidance for open-source LLM deployment (C3, Evidence layer, addressing D3). Sections 5.2.1-5.2.3 

summarize these contributions. 

5.2.1 Threshold-aware Evaluation Procedure 

Section 1.4 showed that existing evaluation frameworks such as RAGAS, RGB, the TREC RAG Track, 

and TruLens typically assess RAG outputs under fixed retrieval settings and do not treat similarity threshold 

as an explicit experimental variable. In many implementations, threshold selection remains a heuristic 

configuration choice, often adopted without systematic justification. Existing approaches also tend to 

emphasize mean performance and rarely evaluate how output quality varies across queries. 

To address this gap, the present work developed a threshold-aware evaluation procedure in which 

similarity threshold is treated as an independent variable and system behavior is evaluated across a retrieval-

selectivity range rather than at a single operating point. This procedure was implemented through the PaSSER 

platform and applied across Phases II-IV. Phase II introduced pilot threshold variation in the range 0.50-0.80. 

Phase III extended the sweep to 0.95 and incorporated statistical testing in the agricultural domain. Phase IV 

repeated the same procedure in the biodiversity domain to examine cross-domain variation. 

The results show that threshold effects are substantial and cannot be reduced to a fixed default. In 

Phase III, peak-performing thresholds by CPS fell within 0.90-0.95, while stability-aware criteria expanded the 

effective range to 0.65-0.95. In Phase IV, the best-performing thresholds shifted downward to 0.55-0.85. 

Performance differences across thresholds reached +4.58% CPS improvement in agriculture and +13.32% in 

biodiversity, indicating that evaluation at a single threshold may fail to represent system behavior across the 

retrieval range. 

This contribution also includes three composite scoring formulations. CPS aggregates heterogeneous 

metrics through weighted summation after normalization, using a 9-metric panel distributed across lexical 

overlap (30%), semantic similarity (25%), fluency and accuracy (25%), and language modeling (20%). T-CPS 

extends CPS by incorporating the coefficient of variation (CV), thereby accounting for output stability across 

queries. Balance Score further evaluates the relation between improvement and variability. 

Across Phases III and IV, T-CPS and CPS were highly correlated (ρ > 0.99), indicating that mean 

performance remained the dominant ranking signal in the tested configurations. This does not make T-CPS 

redundant. Rather, it shows that stability-aware ranking usually aligned with mean performance, while still 

revealing cases in which the preferred threshold changed once variability was considered. The clearest 

example is DeepSeek R1 8B in Phase III, where CPS peaked at 0.90 but T-CPS favored 0.65 because lower 

variability shifted the stability-aware optimum. 

Overall, this contribution addresses Deficiency 1 by replacing fixed-threshold evaluation with a 

threshold-aware procedure that captures both performance level and performance stability. The reported 

findings remain exploratory, and confirmatory studies with stronger statistical control would further 

strengthen generalizability. 

5.2.2 Reproducibility Infrastructure 

The second contribution is the PaSSER platform, developed to address reproducibility problems in 

RAG evaluation. PaSSER provides a browser-based environment for controlled experimentation, integrating 

retrieval configuration, model execution, metric calculation, and result export within a single workflow. 
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A central feature of this infrastructure is blockchain-based provenance logging. For each experimental 

run, the platform records evaluation metrics, timing data, and run identifiers on the Antelope blockchain, 

while the backend preserves the associated configuration context, including the model identifier, retrieval 

parameters, decoding settings, and dataset identifiers. This design supports immutable records, verifiable 

timestamps, and later retrieval of experiment metadata for independent inspection. 

Blockchain logging does not guarantee exact replication of the full computational environment. 

However, it strengthens reproducibility by preserving the experimental conditions and recorded outputs in a 

verifiable form. In this way, the contribution addresses Deficiency 2 not by claiming perfect replicability, which 

would be convenient but false, but by improving transparency, traceability, and post hoc verification of 

evaluation runs. 

The materials associated with this dissertation are publicly available in two GitHub locations. The 

phase-organized thesis archive, containing the experimental results and supporting research materials, is 

available at https://github.com/M33rschaum/passer-thesis-archive. The current PaSSER implementations, 

including the original PaSSER platform and its related repositories such as maPaSSER and the PaSSER-SR, are 

available through the GitHub organization at https://github.com/scpdxtest.   

5.2.3 Practical Guidance for Open-Source Deployments 

The third contribution is comparative empirical guidance for selecting and configuring open-source 

LLMs under RAG conditions. This contribution addresses the lack of systematic evidence for open-source 

deployment candidates, especially where model choice and retrieval configuration must be made under 

security, cost, or infrastructure constraints. 

Using the model selection criteria and metric procedures defined in Chapter 3, and the controlled 

experiments reported in Chapter 4, the dissertation generated more than 38,000 evaluations across four 

phases, two domains, and multiple hardware settings. These results make threshold sensitivity visible and 

comparable across deployment candidates in the 7-8B parameter range. 

Four findings are especially relevant for practice. First, models differ substantially in threshold-

response profile: some show broad and stable positive sensitivity, while others exhibit narrow, unstable, or 

bifurcated behavior. Second, the effective threshold ranges identified in Phases III and IV provide starting 

points for calibration rather than reliance on generic defaults. Third, cross-domain shifts show that threshold 

settings should be re-evaluated when the corpus changes. Fourth, Balance Score provides an additional basis 

for deployment decisions when consistency matters alongside mean performance. 

The observed threshold effects are especially relevant to two retrieval-related failure points described 

in prior work [47]: exclusion of relevant evidence under overly strict filtering, and admission of weakly related 

material under overly permissive filtering. The present results suggest that model susceptibility to these 

failure points differs across systems, although the causal mechanisms were not isolated in this dissertation 

and would require dedicated ablation studies. 

Taken as a whole, this contribution addresses Deficiency 3 by providing empirical guidance for 

threshold calibration and model comparison in open-source RAG deployment scenarios, with attention to 

both average quality and stability under changing corpus conditions. 

5.3 Limitations 
Several factors limit the extent to which the reported findings can be generalized beyond the 

evaluated corpora, models, and experimental settings. 

5.3.1 Scope Constraints 

The experimental analysis covers two domains: agriculture in Phase III and biodiversity in Phase IV. 

Both domains are characterized by technical and regulatory content, formal language, and relatively well-

defined terminology. It therefore remains unclear whether similar threshold-sensitivity patterns would 

appear in domains with less structured language, broader topical variation, or more ambiguous reference 

material. 
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The evaluated model set was limited to open-source systems in the 7-8B parameter range in order to 

keep experimentation feasible on mid-range hardware. Threshold sensitivity may differ for smaller, larger, or 

more heavily specialized models, particularly where retrieval use, context utilization, or decoding behavior 

changes substantially. 

5.3.2 Experimental Design Limitations 

The experiments were conducted under hardware conditions that varied across phases. Phase III used 

M1, M2, and CPU-only environments together with context buffers ranging from 2,048 to 10,000 tokens. 

Phase IV standardized execution to a single M1 environment with a fixed 16,000-token context buffer. While 

this removed hardware and context-buffer variation within Phase IV, it also introduced simultaneous 

differences relative to Phase III in domain, question-generation procedure, and execution setup. 

Vector stores were built using Mistral 7B embeddings through the Ollama embedding endpoint, with 

fixed chunking parameters of 1,024 characters and 50-character overlap across all phases. This ensured 

consistent retrieval inputs across generators, but it may also have introduced embedding-generator 

alignment effects. Because Mistral 7B served both as the embedding model and as one of the evaluated 

generators, a possible alignment confound cannot be excluded. Isolating that effect would require 

experiments with independent embedding models. 

Question generation also differed across phases. Agricultural questions in Phases I-III were generated 

with Mistral 7B, whereas Phase IV used Claude Opus. This provides some procedural variation, but it does not 

isolate the contribution of question generation to the observed threshold patterns. 

As a result, the comparison between Phases III and IV differs in several respects beyond domain 

content alone, including question-generation model, hardware standardization, and corpus characteristics. 

The cross-domain findings should therefore be interpreted as preliminary evidence that calibration may need 

to be corpus-specific, rather than as a clean test of domain effects alone. 

5.3.3 Measurement and Analysis Limitations 

Some of the evaluation metrics also impose interpretive limits. The perplexity metrics, Laplace and 

Lidstone, were computed with NLTK n-gram language models rather than transformer token probabilities and 

therefore function as model-independent proxies rather than direct estimates from the evaluated generators. 

The B-RT metric suite uses [CLS]-based projections and has not yet been validated against human judgments. 

Phases III and IV report uncorrected p-values in order to preserve statistical power. Each phase 

includes 40 paired comparisons against baseline, meaning that at α = 0.05 approximately two significant 

results per phase would be expected by chance under the null hypothesis. For that reason, interpretation 

should focus on broader patterns across thresholds and models rather than on isolated p-values. The reported 

findings are therefore exploratory and should not be treated as definitive threshold prescriptions. 

5.3.4 Causal Interpretation 

The experimental design establishes empirical associations between similarity-threshold 

configuration and generation performance, including model-dependent optima, cross-domain shifts, and 

stability-performance trade-offs captured through Balance Score. However, it does not isolate the 

mechanisms responsible for these patterns. Multiple factors vary simultaneously across conditions, including 

corpus characteristics, question formulation, hardware configuration, and model architecture. This prevents 

attribution of the observed effects to any single cause. Mechanistic claims would require controlled ablation 

studies in which one factor is varied at a time while the remaining components are held constant. 

5.4 Future Work 
Future work can be grouped into three directions: scope extensions, procedural extensions, and 

validation and verification. 

5.4.1 Scope Extensions 

Future studies should extend threshold-sensitivity analysis beyond the agriculture and biodiversity 

domains and beyond open-source models in the 7-8B parameter range. Controlled domain variation, in which 
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only the corpus changes, would help isolate domain effects from the design confounds described in Section 

5.3.2. Model coverage could also be expanded to include smaller and larger models, fine-tuned variants, and, 

where feasible, proprietary systems evaluated under matched conditions. 

5.4.2 Procedural extensions 

Further work should investigate adaptive threshold selection, where retrieval selectivity varies 

according to query characteristics rather than remaining fixed. The PaSSER platform could also be extended 

to record retrieval-level provenance, including retrieved passages and similarity scores, and to integrate IPFS 

for content-addressed storage of corpora and datasets. Another useful direction is the analysis of efficiency-

quality trade-offs through systematic measurement of latency, memory use, and throughput across threshold 

settings. 

5.4.3 Validation and Verification 

Future research should also include human validation studies to determine whether thresholds 

selected by CPS and T-CPS correspond to improvements perceived by human evaluators, and to assess the 

validity of B-RT against human judgments. Controlled ablation studies are also needed to isolate the effects 

of embedding alignment, chunking strategy, question generation, hardware conditions, and domain-only 

changes. In addition, alternative measurement approaches should be explored, including transformer-native 

perplexity where logits are available, together with multiple-comparison corrections such as Bonferroni or 

Benjamini-Hochberg false discovery rate control in confirmatory studies. 

5.5 Chapter Summary 

Chapter 5 interpreted the experimental findings in relation to the three research questions, outlined 

the three scientific-applied contributions of the dissertation, and identified the main limitations affecting 

scope, design, measurement, and causal interpretation. It also defined directions for future work aimed at 

expanding domain and model coverage, improving retrieval-level instrumentation, and strengthening 

validation through human assessment and controlled ablation. These elements position the reported results 

as a structured basis for continued investigation of threshold-aware RAG evaluation rather than as fixed 

prescriptions for all deployment settings. 

CONCLUSION – RESUME OF THE OBTAINED RESULTS 
An evaluation framework for retrieval-augmented generation (RAG) was developed, integrating three 

layers: an Evaluation Procedure layer introducing a threshold-aware evaluation procedure, an Infrastructure 

layer implementing reproducibility infrastructure, and an Evidence layer producing practical guidance for 

open-source deployments. The framework addresses three deficiencies identified in current RAG evaluation 

practice: the absence of threshold-aware evaluation, insufficient reproducibility infrastructure, and the lack 

of practical guidance for open-source RAG deployments. 

The PaSSER platform was designed and implemented as a browser-accessible, open-source 

application supporting configurable retrieval parameter testing, multi-metric evaluation with composite 

scoring, and blockchain-based provenance logging via the Antelope ledger. Three composite scoring 

instruments were developed: the Composite Performance Score (CPS) for unified threshold comparison, the 

Threshold-aware Composite Performance Score (T-CPS) incorporating output consistency through a 

coefficient-of-variation-based reward-penalty structure, and the Balance Score quantifying the stability-

performance trade-off. 

Seven open-source language models in the 7–8 billion parameter range were evaluated across four 

experimental phases, two application domains (agriculture and biodiversity), and over 38,000 individual 

evaluations. Phase I validated end-to-end platform functionality under fixed top-k retrieval. Phase II 

introduced threshold-aware evaluation and provided initial evidence that threshold sensitivity varies across 

models. Phase III extended the analysis to four newer models across a broader threshold range (0.50–0.95) 

with statistical validation, revealing CPS improvements of up to 4.58% in the agricultural domain and 

identifying two distinct sensitivity profiles: broad improvement zones and narrow effective ranges. Phase IV 

EVALUATION FRAMEWORK OF  RETRIEVAL-AUGMENTED GENERATION  36 

Abstracts of Dissertations 2026 (5) 3-48



 

 

 

replicated the evaluation in the biodiversity domain, where substantially larger threshold effects were 

observed — peak CPS improvements reached 13.32%. Peak-performing threshold configurations shifted 

downward for all four models when moving from agriculture to biodiversity, with shifts ranging from −0.05 

(Llama 3.1 8B) to −0.35 (DeepSeek R1 8B). Output variability increased by 67–105% (coefficient of variation) 

relative to agriculture, confirming that threshold sensitivity is domain-dependent and not solely a model-

intrinsic property. 

CPS and T-CPS alignment analysis demonstrated that mean performance and consistency-aware 

assessment can yield divergent threshold recommendations, with two of four models showing different 

optima under the two scoring instruments. 

All four objectives were addressed. Objective 1 was realized through three components: the 

reproducibility infrastructure with blockchain-based provenance logging (b, Chapter 2), the threshold-aware 

evaluation procedure with composite scoring (a, Chapters 3–4), and the controlled experimental design 

producing comparative evidence across models and domains (c, Chapter 4). Objective 2 was addressed 

through definition of model selection criteria aligned with deployment feasibility, licensing, and 

computational requirements (Chapter 3). Objective 3 was fulfilled through definition and consistent 

implementation of metric computation procedures across five evaluation constructs, with aggregation into 

three composite scoring instruments (Chapter 3). Objective 4 was achieved through controlled 

experimentation across four phases, two domains, and over 38,000 evaluations under systematic threshold 

variation (Chapter 4). 

Three practical conclusions emerge from the experimental evidence. First, threshold calibration 

produces measurable and statistically significant improvements, but effective configurations depend on both 

model architecture and knowledge domain - no single threshold setting generalizes across all conditions. 

Second, consistency-aware scoring is recommended over mean-performance-only assessment, as it prevents 

selection of high-performing but unstable configurations. Third, systematic threshold evaluation should be 

repeated when changing the application domain, as peak-performing thresholds shifted downward for all 

four tested models when moving from agriculture to biodiversity. 

Three scientific-applied contributions — together constituting the evaluation framework — result 

from the research. The end-to-end traceability from identified deficiencies through research questions and 

objectives to contributions is shown in Figure C.1.
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Figure C.1 End-to-End Traceability Map
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УВОД 
Езиковите модели на основата на трансформери [1], при които броят на параметрите достига 

милиарди, по-познати като големи езикови модели (Large Language Models, LLMs), намират широко 
приложение в обработката на естествен език (Natural Language Processing, NLP) при задачи като 
машинен превод, обобщаване, отговаряне на въпроси и водене на диалог [2]. Въпреки че генерират 
граматично коректен и свързан текст, надеждността им остава ограничена в ситуации, в които са 
необходими конкретни факти, актуална информация или проследими източници [3]. Когато отговорите 
трябва да бъдат подкрепени с външни доказателства, а не да се извеждат единствено от 
параметричното знание на модела, тези модели често генерират необосновани или остарели 
твърдения [4]. Подходът Retrieval-Augmented Generation (RAG) преодолява това ограничение, като 
отделя извличането на информация от генерирането на текст [5].  

Вместо да разчита изцяло на параметрично знание, RAG извлича информация от външен 
корпус и генерира отговор въз основа на извлечения контекст. Тази архитектура позволява знанието да 
се актуализира чрез обновяване на корпуса, без моделът да се обучава повторно, и подпомага 
генерирането на отговори, основани на източници, когато такива са налични. Ефективността на 
обвързването с източници обаче зависи от политиката на извличане: как се определя съответствието, 
какъв контекст се подбира и как прагът на сходство и начинът на подреждане на резултатите оформят 
информацията, предоставена на генератора [6]. Тя зависи също от способността на генератора да 
използва извлечения контекст последователно, вместо да го "пренаписва" с неподвърдено 
съдържание. Затова при оценяването на подобни системи е необходимо да се разглеждат не само 
плавността и свързаността на текста, но и влиянието на извличането и изборът на контекст върху 
фактическата достоверност и пълнотата на отговора. 

Актуалност на темата 
RAG системите намират все по-широко приложение в области, където фактическата точност и 

проследимостта пряко влияят върху качеството на вземане на решения, включително в 
здравеопазването [7] и правните изследвания [8]. В такива условия, неверни твърдения носят 
практически последици: неправилно клинично указание или измислен правен прецедент, могат да 
компрометират последващи решения. Пропуските при извличането, когато релевантни доказателства 
съществуват, но не са извлечени - могат да обезсмислят ползите от използването на външен контекст. 

Въпреки че някои големи езикови модели, разполагат с функции за уеб търсене, подобна 
функционалност не осигурява по своята същност достоверност на източниците при контролирани 
условия на оценка. Уеб ресурсите се характеризират с непостоянна стабилност, достъпът до тях 
невинаги е налице, а критериите за подбор или съхранение на съдържанието често не са прозрачни — 
фактори, които затрудняват сравнението между отделните експериментални цикли. Чисто 
параметричните модели, също така, остават склонни да генерират убедителни, но фактологично 
грешни отговори, когато източниците липсват, противоречат си илиса слабо свързани със заявката. 
Освен това, те често предоставят ограничена или неясна информация за източника на отделните 
твърдения [3], [9]. 

Мотивация на изследването  
Въпреки че обзорните публикации отчитат бързо развитие на архитектурите и работните 

процеси в RAG системите, те също подчертават липса на единен подход в конфигурациите и практиките 
за оценка. Това ограничава възможностите за съпоставимост и вземането на информирани решения 
при избор на модел за внедряване [10]. Изследването е мотивирано от три основни дефицита: 

Дефицит 1 (D1): Липса на изследване, отчитащо прага на сходство. Прагът на сходство 
(similarity threshold) определя дали извлечените документи да бъдат включени в контекста за 
генериране на отговор и пряко влияе върху прецизността (precision) и пълнотата (recall) на извличането 
[6], [11]. На практика, изборът на този праг, не е просто технически детайл от реализацията: той 
определя дали системата ще подаде недостатъчен контекст (водещ до дефицит на доказателства и 
непълни отговори) или прекомерен такъв (въвеждащ ирелевантни пасажи, които могат да "разсеят" 
модела и да влошат фактологичното съответствие). Изборът на праг влияе и върху изчислителните 
разходи, чрез контролиране на обема на контекста и последващата му обработка. Необходима е 
процедура за оценяване, която отчита прага на сходство. Тя позволява да се анализира селективността 
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на извличане и да се обоснове изборът на конкретна конфигурация. Чрез вариране на прага при 
контролирани условия, се установяват характерни зависимости в резултатите, които са характерни за 
различните модели и набори от данни. Въпреки че прагът се използва масово като параметър, 
систематични анализи с последователното му вариране, при контролирани условия и съпоставими 
метрики, остават ограничени. 
Бележка: Под "праг на сходство" се разбира минималният коефициент на косинусово сходство 
(cosine similarity score), необходим за включването на даден пасаж в контекста за генериране. В 
литературата този параметър се среща още като "праг на релевантност" или "праг на 
селективност"; за улеснение в следващите глави ще се използва "праг на сходство" или просто 
"праг". 

Дефицит 2 (D2): Липса на инфраструктура за възпроизводимост. RAG системите включват 
множество взаимодействащи си конфигурационни слоеве: предварителна обработка на корпуса, 
стратегия за сегментиране (chunking), избор на модел за векторни вграждания (embeddings), 
индексиране, както и настройки за извличане, генериране и логика на оценяване. Поради 
комплексното взаимодействие между тези слоеве, независимата проверка е трудна, ако 
конфигурациите не са прецизно дефинирани и представени в пълна и съпоставима форма [12], [13]. 
Липсата на прецизна документация прави резултатите трудни за проверка. В такива случаи е 
невъзможно да се установи дали подобрената производителност се дължи на изследваната промяна 
или на скрити разлики в настройките на системата. Този проблем е особено критичен при изследвания, 
чувствителни към прага на сходство, където дори минимални промени в конфигурацията на извличане 
могат да изменят коренно доказателствата, подавани към модела. Ето защо е необходима 
инфраструктура, която прави експериментите проверими и сравними, документира и съхранява 
пълния контекст и резултатите от експерименталните цикли във формат, позволяващ независима 
верификация и сравнение между различните изследвания. 

Дефицит 3 (D3): Липса на практически насоки за внедряване на модели с отворен код. 
Организациите, които поради съображения за сигурност или разходи предпочитат собствена 
инфраструктура (on-premises), разчитат предимно на модели с отворен код. Въпреки това, все още 
липсват задълбочени анализи, които да свързват прага на сходство с качеството на отговорите и 
ресурсите, необходими за поддръжка на системата. При липсата на такива данни, изборът на модел 
често се основава на неформални тестове или на грешни предположения за поведението на 
извличащите алгоритми [10], [14]. Необходими са практически насоки, които да илюстрират влиянието 
на прага върху работата на системата и да позволят обективно сравнение между различните модели с 
отворен код. 

Цел на изследването 
Целта на дисертационния труд е да се разработи рамка за оценка на RAG, която подпомага 

вземането на решения за конфигуриране на извличането в RAG системи при езикови модели с отворен 
код, с особен акцент върху настройването на прага на сходство. 

Изследователски въпроси 
• Въпрос 1 (RQ1): Води ли промяната на прага на сходство до измерими промени в качеството 

на генерираното съдържание? 
• Въпрос 2 (RQ2): Различава ли се ефектът от прага на сходство при различните езикови модели? 
• Въпрос 3 (RQ3): Валидни ли са сходни диапазони на прага при различна тематична област 

(домейн)? 
Всеки изследователски въпрос е обвързан с конкретна експериментална фаза: RQ1 се 

разглежда чрез последователна промяна на прага във Фази II-IV; RQ2 - чрез сравнителен анализ на 
моделите във Фази III-IV; а RQ3 - чрез съпоставяне на резултатите при използване на данни от различни 
тематични области - земеделие и биоразнообразие - във Фаза IV. Първата фаза (Фаза I) е насочена към 
демонстрация на системата и профилиране на производителността с цел да се установи базова 
функционалност преди началото на експериментите с прага на сходство. 

Задачи 
Определени са четири задачи: 

Задача 1 (Obj.1): Да се дефинират и реализират основните компоненти на рамката за 
оценка, интегрираща три компонента: (a) процедура за оценка, отчитаща прага на сходство чрез 
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композитни показатели (composite scoring); (b) платформата за оценка на производителността PaSSER 
(Performance Assessment System for Similarity Evaluation and Retrieval) [15], осигуряваща инфраструктура 
за възпроизводимост, чрез запис на резултатите върху блокчейн; и (c) контролиран експериментален 
дизайн, за извеждане на сравнителни данни между различни модели и области.  

Задача 2 (Obj.2): Установяване на критерии за избор на модели. Дефиниране на критерии за 
подбор, съобразени с възможностите за локално внедряване, лицензионен режим и изчислителни 
ресурси. Това включва профилиране на избраните модели по отношение на техния контекстен 
прозорец и декодинг настройки. 

Задача 3 (Obj.3): Определяне на процедури за подбор и изчисляване на метрики. Да се 
подберат метрики, съответстващи на оценяваните характеристики - лексикално припокриване, 
семантично сходство, гладкост на текста, точност и езиково моделиране - и да се осигури 
последователното им изчисляване при всички модели и експериментални условия. 

Задача 4 (Obj.4): Провеждане на контролирано тестване и анализ. Подготовка на 
тематични масиви от данни (корпуси) и набори от въпроси и отговори, включваща специфична 
предварителна обработка и конфигурация на извличането. Изпълнение и оценка на серия от тестове и 
изследване на целия диапазон от прагове на сходство (threshold sweeps). Анализ и обобщаване на 
резултатите, за да се установи как прагът на сходство влияе върху качеството на генериране, 
възпроизводимостта и избора на подходяща конфигурация.  

Връзка между изследователските въпроси и поставените задачи. Изследователските въпроси 
RQ1-RQ3 имат емпиричен характер и разглеждат как конфигурацията на прага на сходство влияе върху 
работата на RAG системи при различни модели и тематични области. Задача 1 определя основните 
компоненти на рамката за оценка, включително процедурата за оценка, инфраструктурата за 
възпроизводимост и контролиран експериментален дизайн. Задачи 2-4 конкретизират тази рамка чрез 
подбор на модели, определяне и изчисляване на метриките, както и чрез контролирано тестване и 
анализ. Заедно те осигуряват основата за отговор на RQ1-RQ3 и за извеждане на практически насоки 
при избора на модел и праг. 

Таблица I.1 проследява връзката между идентифицираните дефицити, основните въпроси на 
изследването, съответните задачи и научни приноси. 

Таблица I.1 Съответствие на дефицити, основни въпроси, задачи и приноси. 

Дефицит Изследователски 
въпроси 

Задачи Глави Принос Компонент от 
рамката 

D1: Изследване, отчитащо 
зависимостите при 
вариране на прага 

RQ1, RQ2, RQ3 Obj.1 (a), 
Obj.3, Obj.4 

Гл. 3 - 
4 

C1 Процедура за 
оценка 

D2: Инфраструктура за 
възпроизводимост 

— Obj.1 (b) Гл. 2 C2 Инфраструктура 

D3: Липса на практически 
насоки за избор на модел 
и праг 

RQ1, RQ2, RQ3 Obj.1 - 4 Гл. 3 - 
4 

C3 Емпирични 
данни 

* Задача 1 допринася за преодоляването и на трите дефицита, като дефинира процедурата за оценка, отчитаща прага 

на сходство (D1), реализира проследяване на произхода и регистриране в блокчейн (D2) и установява контролиран 
експериментален дизайн, който осигурява сравнителни данни (D3). Задачи 2-4 представляват конкретни компоненти в 
обхвата на тази рамка. 

Три научно-приложни приноса представляват рамката за оценяване.  
Принос 1 (C1): Компонент "Процедура за оценка". въвежда процедура за оценка, отчитаща 

прага на сходство, която включва Композитен показател за производителност (Composite Performance 
Score, CPS), Композитен показател, за стабилност на прага (Threshold-aware Composite Performance 
Score, T-CPS) и Показател за баланс (Balance Score, BS) за характеризиране на селективността на 
извличането при различни настройки на прага на сходство [15], [16]. 

Принос 2 (C2): Инфраструктурен компонент. Реализира се инфраструктура за тестване и 
възпроизводимост на резултатите, съчетаваща запис на експерименталните данни в блокчейн и пълно 
документиране на конфигурациите чрез платформата PaSSER [15], [17]. 

Принос 3 (C3): Компонент "Емпирични данни". Извежда практически насоки за внедряване на 
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RAG системи с модели с отворен код, основани на сравнителни емпирични данни, които свързват 
чувствителността към прага на сходство, качеството на генериране и приложимостта при внедряване 
при седем модела в диапазона 7-8 милиарда параметри, изследвани при контролирани 
експериментални условия [16], [18]. 

Структура 
Дисертацията се състои от: увод, пет глави, заключение, приложения и библиография. 
Първа глава поставя основите на дисертацията, като прави преглед на научните публикации по 

темата за RAG, практиките за оценка и предизвикателствата пред възпроизводимостта. Също 
позиционира дефицитите D1–D3 в рамките на съответната литература. 

Втора глава представя инфраструктурата на платформата PaSSER. В нея се разглеждат 
работният процес, конфигурирането на различните настройки, автоматизираният процес на тестване и 
проследяването на произхода чрез блокчейн. 

Трета глава обосновава избора на модели и определя метриките за оценка и процедурите за 
тяхното изчисляване, прилагани при сравнителната оценка между моделите. 

Четвърта глава представя емпиричните резултати от контролирано тестване върху наборите от 
данни в областите земеделие и биоразнообразие, като анализира чувствителността към прага на 
сходство, представянето на моделите и съпоставката между тематичните области. 

Пета глава обсъжда изследователските въпроси и научно-приложните приноси, разглежда 
ограниченията и очертава бъдещи насоки за изследване. 

Заключението обобщава основните резултати. 
Заключителната част включва публикации подкрепящи дисертацията, справка на забелязаните 

цитирания, обобщение на участието в проекти, благодарности и декларация за оригиналност на 
резултатите. 

Забележка: Таблиците и фигурите са запазени само в случаите, когато са необходими за 
разбирането на синтезираното съдържание. Номерацията на всички включени таблици и фигури 
е запазена така, както е в дисертационния труд, в съответствие с изискванията за 
автореферат. 

ПЪРВА ГЛАВА: ГЕНЕРИРАНЕ, ПОДПОМОГНАТО ЧРЕЗ ИЗВЛИЧАНЕ 
Големите езикови модели генерират четим и смислен текст, но са ограничени от статично 

параметрично знание. Отговорите им могат да бъдат необосновани, остарели или трудни за 
проследяване. RAG смекчава тези ограничения, като включва външни доказателства по време на 
генерирането на отговор. Първа глава позиционира дисертационния труд, като проследява развитието 
на RAG от извличането на информация (Information Retrieval, IR) [11] и обработката на естествен език 
(Natural Language Processing, NLP) [19], представя съществуващите RAG архитектури и характерните им 
недостатъци, разглежда подходи за оценяване и идентифицира липсите в литературата, съответстващи 
на дефицити D1-D3. 

1.1 Първоначално развитие 
RAG стъпва върху дългогодишното развитие на IR и NLP и върху все по-тясната им връзка [20]. 

Секцията проследява този процес чрез четири направления, които оформят съвременните RAG 
системи: (1) базово индексиране и организация на данни, (2) формално оценяване в IR и ранни опити 
за съчетаване на IR и NLP, (3) развитие на семантично извличане и методи от NLP и (4) мащабна 
интеграция на IR и NLP с модерни подходи на основата на вграждания [20]. Ранните практики в 
индексирането и оценяването, въвеждат понятия за ефективност на извличането, като прецизност и 
изчерпателност [11], а семантичното извличане постепенно преминава към сравнение по сходство, 
чрез векторни представяния (embeddings). Това развитие дава техническия контекст за интегрирането 
на извличането на релевантни пасажи (от корпус) със съвременните генеративни модели.  

1.2 Появата на RAG 
Концепцията за RAG е представена през 2020 г. в "Retrieval-Augmented Generation for 

Knowledge-Intensive NLP Tasks" [5]. Тя съчетава извличането на информация от външни източници с 
генерирането на текст, за да намали ограниченията на изцяло параметричните модели, включително 
зависимостта от статични данни, ограничените възможности за позоваване на източници и 
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халюцинациите [21], [22]. Архитектурно RAG разделя извличането (retrieval) и генерирането 
(generation): при извеждането на отговор, релевантни пасажи се извличат от колекция от документи и 
се използват като контекст при генериране. Това подпомага фактическата точност, прозрачността и 
адаптацията към тематична област без преобучаване на модела. Извличането използва векторни 
представяния (например DPR [23] с BERT-базирани кодиращи модели [24]) и търсене по сходство 
(например MIPS [25]) с приблизителни методи за намиране на най-сходните пасажи [26], [27]. 
Генерирането е реализирано в схема "последователност-към-последователност" (например BART [28]), 
стъпвайки върху по-ранни парадигми за машинен превод [29]. В оригиналната формулировка RAG се 
обучава съвместно като единна система, така че извличането да е съобразено с нуждите на 
генерирането. Докладваните резултти обхващат отговаряне на въпроси в отворена област и други 
задачи, които изискват външни знания, включително Natural Questions [30], TriviaQA [31], FEVER [32] и 
MS MARCO NLG [33]. Резултатите показват конкурентна производителност с по-малко параметри 
спрямо изцяло параметрични подходи [5].  

1.3 Иновации и разширения на RAG 
Последващи изследвания разширяват RAG с цел по-добро извличане, по-точни отговори, по-

лесна интерпретация и по-висока ефективност. Таблица 1.2 представя функционална класификация на 
тези разработки в седем направления [20]: архитектурна ефективност и мащабируемост, оптимизация 
на данните, итеративно извличане и самоусъвършенстване, интеграция на знания и мултимодални 
разширения, адаптация и специализация по тематични области, проверка на факти и обосноваване 
чрез източници, както и подобряване при малко примери и ограничени ресурси. Макар направленията 
да се различават по механизъм, много от тях разчитат на селективност при извличането, която 
определя какви доказателства достигат до генератора.  

Таблица 1.2 Функционално разпределение на съвременните подобрения в RAG системите. Източник [20] 

Фокус Цел 

Архитектурна ефективност и 
мащабируемост 

Намаляване на изчислителните разходи, ускоряване на 
извеждането на отговор и поддръжка на приложения в реално 

време 

Оптимизация на данните Подобряване на качеството на обучението чрез намаляване на 
шума, семплиране и техники за подбор на данни 

Итеративно извличане и 
самоусъвършенстване 

Въвеждане на механизми за многостъпково разсъждение, 
редакция на отговора или извличане на база обратна връзка 

Интеграция на знания и 
мултимодални разширения 

Съчетаване на символно и невронно извличане за достъп до 
различни представяния на знанията; разширяване на 

извличането към допълнителни модалности 

Адаптация и специализация по 
предметни области 

Осигуряване на добро представяне на RAG системите в 
специализирани предметни области или тесни тематични 

направления 

Проверка на факти и 
обосноваване чрез източници 

Намаляване на халюцинациите и повишаване на прозрачността 
чрез обвързване на отговорите с проверими източници 

Подобряване при малко 
примери и ограничени ресурси 

Подобряване на обобщаването при ограничени обучителни 
данни чрез few-shot обучение, подпомогнато от извличане 

Секции 1.3.1-1.3.7 от дисертацията разглеждат всяка категория  в детайли; по-долу е обобщена 
подсекцията с най-пряко отношение към настоящото изследване. 
1.3.8 Конфигурация на извличане и избор на праг на сходство 

Селективността при извличането най-често се управлява чрез два механизма: top-k извличане 
и филтриране по праг. Top-k връща фиксиран брой пасажи с най-висок резултат, което може да включи 
и слабо релевантно съдържание, когато липсват достатъчно силни съвпадения. Филтрирането по праг 
връща само пасажи, чието сходство надвишава зададена минимална стойност. Така размерът на 
контекста става променлив, а при слаби доказателства е възможно да не бъде върнат нито един пасаж. 
На практика често се използва комбинация: първо се прилага праг, а след това резултатите се 
ограничават до top-k (или се задава минимална стойност за сходство в рамките на top-k). Това създава 
набор от конфигурации, който пряко влияе върху точността и изчерпателността на извличането. 
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В системите, представени в литературата, прагови механизми се въвеждат чрез правила за 
насочване, тригери за увереност или граници за вземане на решение (например Self-RAG [34], CRAG 
[35], Adaptive-RAG [36], FLARE [37]). Праговете на сходство обикновено се избират чрез локална 
настройка или практически правила, а не чрез систематичен анализ на чувствителността. Стойностите 
на прага не се пренасят надеждно между различни модели за векторни представяния, функции за 
сходство и корпуси. Праг, който работи добре в една конфигурация, може да доведе до масово 
допускане на нерелевантни пасажи в друга. В индустриален казус от банковата област, при баова 
конфигурация с фиксиран праг на сходство 0.7, е отчетен дял на фалшивите положителни резултати до 
99% при някои модели за векторни представяния. [38]. Повечето изследвания докладват резултати за 
една конфигурация на извличане и не показват как се променя производителността при вариране на 
прага. Това ограничава избора на праг, основан на доказателства, затруднява сравненията между 
модели при различни режими на селективност и намалява преносимостта на изводите между 
тематичните области.  

1.4 Оценяване на RAG 
Оценяването на RAG изисква повече от проверка на точността на отговора или на лексикално 

припокриване [39]. Важно е и дали извлечените доказателства са релевантни, както и дали 
генерираният отговор се опира на тях [40], [14]. Подходи като RAGAS [40], RGB [14] и TREC 2024 RAG 
Track [41] предлагат набори от метрики и споделена инфраструктура. Инструменти като TruLens [42] и 
други платформи за проследяване и наблюдение (например, LangSmith [43], [44] и Arize Phoenix [45]) 
подпомагат диагностика на ниво изпълнение и сравнение, подобни на регресионно тестване. Тестови 
рамки като DeepEval [46] интегрират автоматизирано оценяване в в работния поток. 
Секции 1.4.1-1.4.5 от дисертацията разглеждат всеки подход в детайли; установените липси в 
литературата са обобщени по-долу. 
1.4.6 Ограничения в оценяването на RAG  

В разгледаните подходи се открояват три ограничения.  
Първо, резултатите най-често се докладват при една фиксирана конфигурация на извличане, 

без анализ на поведението при различни стойности на прага на сходство (D1).  
Второ, възпроизводимостта често страда от непълно записване на конфигурацията, а логовете 

от проследяване, сами по себе си, не осигуряват надеждна връзка между набора от данни, 
настройките, междинните артефакти и получените резултати (D2).  

Трето, сравнителните резултати често се представят спрямо затворени базови решения, а 
насоките за внедряване с отворен код при реални ограничения остават ограничени или разпокъсани 
(D3). 

Тези ограничения мотивират необходимостта от Рамка за оценка. Ограниченията, свързани с 
фиксирани конфигурации на извличането, съответстват на D1 и се разглеждат в компонента 
"Процедура за оценка". Ограниченията, свързани с документирането на конфигурацията и 
проследяването на произхода, съответстват на D2 и се разглеждат в инфраструктурния компонент. 
Ограниченията, свързани със сравнителните практически насоки при ограниченията на внедряването 
с модели с отворен код, съответстват на D3 и се разглеждат в компонент "Емпирични данни". 

1.5 Текущи  предизвикателства и нови решения 
Повтарящите се проблеми при RAG включват: липсващо съдържание, пропускане на най-

високо класирани документи, фрагментиран контекст, некачествено извличане на съдържание, 
непоследователно структуриране на отговора, неподходяща степен на конкретност и непълни 
отговори [47]. Скорошните разработки се опитват да ограничат тези проблеми (напр. Auto-RAG [48], 
GraphRAG [49], семплиране по релевантност [6], FLARE [37], LightRAG [50], Self-RAG [34], Speculative RAG 
[51]), но ефективността им зависи от оценяване, което систематично открива типичните проблеми и 
показва влиянието на селективността.  

1.6 Първа глава: Обобщение 
Първа глава представя основите на RAG, разглежда различните направления на развитие и 

подходите за оценяване, като посочви селективността при извличането - в частност избора на праг на 
сходство - като фактор с недостатъчно изследвано влияние върху качеството на генерирането. 
Формулирани са три ограничения в литературата, съответстващи на D1-D3: ограничени доказателства 
за оценяване с отчитане на прага, непълна среда за възпроизводимост която да надхвърля записването 
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на логове, и ограничени насоки за избор и имплементация при използване на модели с отворен код. 
Тези ограничения обосновават инфраструктурата, описана във Втора глава, процедурите за избор на 
модели и метрики в Трета глава и контролираните експерименти с последователно вариране на прага, 
докладвани в Четвърта глава.  

ВТОРА ГЛАВА: ДИЗАЙН И АРХИТЕКТУРА НА PaSSER 
PaSSER (Performance Assessment System for Similarity Evaluation and Retrieval) е модулна уеб-

базирана платформа за конфигуриране и оценяване на RAG при големи езикови модели с отворен код 
[15], [16], [17]. Платформата обединява извличане с регулируем праг на сходство, оценяване по набор 
от показатели и запис на резултатите чрез блокчейн, в единен работен процес за контролирани 
експерименти. Така се адресира D2 (инфраструктура за възпроизводимост) и се реализира 
инфраструктурният компонент (б) на Obj.1. Втора глава представя дизайна, архитектурата на PaSSER и 
работния процес за автоматизирано оценяване, използван в контролираните експерименти, описани 
в Четвърта глава. 

2.1 Първоначален проект на системата 
PaSSER е разработен като допълнителен модул към платформата Smart Crop Production Data 

Exchange (SCPDx) [52], [53], [54]. SCPDx комбинира блокчейн компонент, базиран на Antelope 
(предишно наименование EOSIO) [55], с InterPlanetary File System (IPFS) [56] за децентрализирано 
управление на данни. Предходните изследвания обосновават избора на блокчейн платформата, 
включително оценка на приложимостта ѝ [52] и интеграцията на оракули [57]. Блокчейнът Antelope е 
избран поради възможността за одит, устойчивостта на записите срещу промени, ясния модел за права 
на достъп и ниската цена на транзакциите, подходяща при чести записи. Anchor Wallet [58], [59] 
осигурява подписването на транзакциите от страна на клиента, като частните ключове не се използват 
в уеб приложението. 

Въпреки че SCPDx интегрира IPFS за разпределено съхранение, PaSSER понастоящем не 
използва IPFS; бъдещата интеграция е отбелязана в Секция 5.4.2. PaSSER е проектирана като уеб-
базирана среда с цел независимост от конкретна платформа и минимални изисквания за локална 
инсталация, което подпомага възпроизводимостта при различни клиентски устройства. 

2.2 Системна архитектура 
PaSSER използва трислойна архитектура: уеб интерфейс (SPA), бекенд услуги и блокчейн 

подсистема. Уеб интерфейсът служи за въвеждане на конфигурации и визуализация на резултатите, а 
изчисленията се изпълняват от бекенда, така че извличането, генерирането и оценяването да протичат 
по един и същи начин, независимо от клиентската среда. Автентикацията и подписването на 
транзакции се извършват от клиентската страна чрез Anchor Wallet, а блокчейн подсистемата записва 
данни за последваща проверка след приключване на изпълнението [17]. 
Секция 2.2.1 в дисертацията описва уеб интерфейса в детайли; в автореферата акцентът е върху бекенд 
процеса и блокчейн подсистемата, като основни компоненти в тестването и оценяването, и техният 
последващ запис, защитен срещу промени. 
2.2.2 Бекенд услуги 

Бекенд услугите изпълняват основния процес на PaSSER: извличане, генериране на отговор 
чрез езиков модел, организиране на оценяването и осигуряване на проследимост. Семантичното 
извличане е реализирано с ChromaDB [60]. Корпусите от документи се преобразуват във векторни 
представяния чрез API на Ollama и се съхраняват като векторни колекции. При добавяне на документи 
текстът се разделя на припокриващи се фрагменти; PaSSER позволява да се задават размерът на 
фрагмента и припокриването като конфигурационни параметри. Стандартната конфигурация е 1024 
знака с припокриване от 50 знака и е използвана в контролираните експерименти в Глава 4. 
Фрагментирането влияе върху детайлността на извличането и свързаността на контекста и може да се 
отрази на селективността [61]; ефектите от чувствителността към начина на фрагментиране са 
разгледани в Секция 5.3.2. 

Режими на извличане. PaSSER работи в два режима. "Normal Mode" извиква 
VectorStoreRetriever от LangChain [62] и връща top-k пасажи, подредени по косинусово сходство, като 
броят на пасажите е фиксиран независимо от абсолютните стойности на сходство. "Score Mode" 
използва ScoreThresholdRetriever за филтриране на пасажите по минимална стойност на косинусово 
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сходство. "Score Mode" предоставя три параметъра: minSimilarityScore (минимална стойност за 
включване), maxK (горна граница на върнатите пасажи) и kIncrement (стъпка за итеративно вариране 
на прага). "Normal Mode" осигурява базовата линия с фиксиран top-k (Фаза I, Секция 4.1), а "Score 
Mode" поддържа контролираните експерименти за чувствителност към прага (Фаза II, Секция 4.2). 

Генериране и оценяване. Генерирането на текст се извършва през Ollama API (приложен 
интерфейс) [63]. Получените отговори се оценяват спрямо референтни отговори от Python скрипт за 
оценяване, който използва утвърдени библиотеки: Natural Language Toolkit (NLTK), torch, NumPy, rouge, 
transformers и SciPy [17]. Формалните дефиниции на метриките са представени в Трета глава, а в 
Четвърта глава са уточнени използваните метрики и композитните показатели (включително CPS и T-
CPS) за всяка експериментална фаза. 

Осигуряване на проследимост. При всяко изпълнение се записват активната конфигурация 
(идентификатор на модела, параметри на извличане, настройки за декодиране, идентификатори на 
набора от данни и векторното хранилище), както и времеви и качествени показатели. Кратки 
обобщения се подават към блокчейна Antelope чрез конектор, реализиран с Pyntelope [64]. 
Подписването на транзакциите се извършва отделно чрез Anchor Wallet, а подаването - от бекенд 
услугата. 

Фигура 2.2 обобщава работния процес: извличане с ChromaDB, генериране с Ollama, оценяване 
с Python и записване в блокчейна. 

 
Фигура 2.2 Бекенд услуги в PaSSER. Източник [16]. 

2.2.3 Интеграция с блокчейн 
PaSSER използва блокчейна Antelope (по-рано EOSIO) за запис на резултатите от оценяването и 

съпътстващите метаданни по начин, който не допуска последващи промени. Блокчейнът не е част от 
пътя на извличане и генериране; записването се извършва след приключване на изпълнението и служи 
за последваща проверка. Автентикацията и подписването на транзакциите се извършват чрез Anchor 
Wallet, а бекенд услугата подготвя данните и подава подписаните транзакции, без достъп до частните 
ключове. 

Резултатите от оценяването се записват чрез смарт договор "llmtest" с две действия, които 
работят само в режим "добавяне": "addtest" записва качествените метрики, а "addtimetest" - времеви 
показатели (например време за зареждане на модела и продължителност на генерирането). 
Независима проверка може да се извърши чрез извличане на съответния запис от блокчейна и 
сравняване на съхранените полета (акаунтът, който подава записа, идентификатор на изпълнение, 
времева марка, описателен етикет и числовият масив, съхранен като float64[]) с експортираните 
артефакти от изпълнението, използвани при анализа. 

Фигура 2.3 показва действията "addtest" и "addtimetest" и етапа, в който в блокчейна се записват 
обобщени стойности и метаданни за изпълнението. 
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Фигура 2.3 Блокчейн интеграция в PaSSER. Източник [16]. 

2.3 Функционалности на PaSSER 
Тази секция обобщава потребителския работен процес и артефактите, необходими за 

контролирани експериментални цикли. Платформата поддържа както интерактивна работа, така и 
автоматизирано оценяване - изпълнение на серия от тестови въпроси без ръчна намеса, при което 
системата генерира отговори, изчислява метрики и записва резултатите. Експериментите, описани в 
Глава 4, са проведени с автоматизирано оценяване. 
2.3.1 Конфигуриране на системата 

Конфигурирането включва задаване на крайни точки за сървъра за генериране (Ollama API) и 
векторното хранилище (ChromaDB), избор на активен езиков модел и температура на генериране, 
избор на режим на извличане (Normal или Score Mode), както и свързване на ресурси за данни (избор 
на векторна колекция и импорт на JSON набор от двойки въпрос-отговор). След потвърждение 
конфигурацията е обвързана със сесията и се прикрепя към изходните данни за проследимост и 
възпроизводимост. 
Секции 2.3.2 и 2.3.4 в дисертацията описват допълнителни работни процеси на ниво интерфейс; 
авторефератът обобщава единствено конфигурирането, управлението на извличането и 
автоматизираното тестване и оценяване, използвани в Четвърта глава. 
2.3.3 Конфигуриране на извличането 

Конфигурацията на извличането определя как пасажите се подбират и сглобяват като контекст. 
Normal Mode осигурява фиксирано top-k извличане. Score Mode позволява филтриране по праг чрез 
минимален коефициент на косинусово сходство и поддържа контролирано вариране на прага чрез 
параметрите minSimilarityScore, maxK и kIncrement. Варирането на прага (threshold sweep) се реализира 
чрез повторно изпълнение на едно и също тестово натоварване при промяна единствено на стойността 
на прага, като всички останали параметри се поддържат постоянни (набор от данни, идентификатор на 
векторното хранилище, конфигурация на фрагментирането и настройки на модела). Всяко изпълнение 
се обозначава и записва като отделен запис за оценяване, което позволява пряко сравнение между 
различните стойности на прага при фиксирана конфигурация. 
2.3.5 Тестване и оценка 

PaSSER поддържа автоматизирано тестване и оценяване, на набор от данни, при контролирани 
конфигурации на извличане. За всеки елемент от набора системата извлича контекст, конструира 
обогатена заявка (augmented prompt), генерира отговор, изчислява метрики за оценяване и записва 
резултатите в блокчейна чрез addtest. Допълнителен модул за времево оценяване регистрира 
показатели за латентност (например време за зареждане на модела, продължителност на 
генерирането, общо време за отговор) чрез addtimetest. Резултатите могат да бъдат извлечени за 
преглед и експортирани за офлайн анализ. Фигура 2.7 показва логиката на оценяване. 
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Фигура 2.7 Обобщен преглед на работния процес за оценяване в PaSSER. Източник [16]. 

2.4 Втора глава: Обобщение 
Глава 2 представя PaSSER като инфраструктура за тестване и оценяване на RAG с отчитане на 

прага на сходство [15], [16], [17]. Платформата интегрира бекенд услуги, координиращи извличането и 
генерирането, с блокчейн подсистема Antelope, осигуряваща проследим и устойчив на промени запис 
на данните. PaSSER поддържа както фиксирано top-k извличане, така и извличане с филтриране по праг, 
което позволява контролирано вариране на прага при постоянни експериментални условия. Към всяко 
изпълнение се добавят конфигурационни метаданни, а в блокчейна се записват подписани записи чрез 
"addtest" и "addtimetest". Това позволява одит и независима проверка на отчетените резултати, 
адресира D2 и подпомага експериментите, описани в Четвърта глава. 

ТРЕТА ГЛАВА: ИЗБОР НА МОДЕЛИ И МЕТРИКИ ЗА ОЦЕНЯВАНЕ 
Трета глава определя компонентите, необходими за експерименталния анализ в Четвърта 

глава: големите езикови модели с отворен код, оценявани в PaSSER, и метриките за оценка на 
качеството на генерираните отговори. Секции 3.1-3.3 описват групите модели, аргументите за избора 
им и ограниченията при интеграция (Obj.2). Секция 3.4 представя метриките за оценяване, 
включително описание, начин на изчисляване и формат за отчитане. Секция 3.5 дефинира Композитен 
показател за производителност (CPS) и Композитен показател, за стабилност на прага (T-CPS), 
използвани за агрегиране на набор от метрики (Задача 3). За краткост по-нататък "Композитен 
показател за производителност" се обозначава като CPS, а "Композитен показател, за стабилност на 
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прага" – като T-CPS. Заедно тези елементи подпомагат адресирането на D1 (оценка с отчитане на прага 
чрез CPS, T-CPS и Показател за баланс (Balance Score)) и D3 (практически насоки за внедряване на 
решения с отворен код чрез критерии за избор на модели и процедури за оценяване). 

3.1 Преглед на интегрираните модели и критериите за техния подбор 
В PaSSER е интегрирана представителна група от езикови модели с отворен код, за сравнения 

при еднакви експериментални условия. Подборът е насочен към публично достъпни модели, 
възможност за локално изпълнение на хардуер от среден клас и архитектурно разнообразие в 
диапазона 7-8 милиарда параметри. Този диапазон балансира възможности и практическа 
приложимост, и обикновено позволява изпълнение при 16-32 GB оперативна памет (RAM), без 
отделни GPU системи, като същевременно избягва изискванията на по-големи модели от клас 40B. 
Модели под 7B не са включени поради ограничен капацитет при генериране в области, които изискват 
по-специализирани знания, а модели над 8B - поради по-високи хардуерни изисквания [65]. Не са 
включени също затворени (proprietary) модели, тъй като лицензите, цената и ограничената 
прозрачност на настройките правят трудно точното възпроизвеждане на конфигурацията [66]. 

Оценени са две групи модели: първа група от 7B модели, използвана във Фази I-II, и втора група 
(клас 8B, плюс обновен Mistral), използвана във Фази III-IV. Архитектурното разнообразие е важно, тъй 
като чувствителността към прага може да зависи от особености на конкретния модел, например 
ограничения на контекстния прозорец, ефективност на механизма за внимание и настройка за 
следване на инструкции или разсъждение [5], [67], [68]. Таблица 3.1 обобщава основните 
характеристики на оценяваните модели. 

Таблица 3.1 Сравнително обобщение на оценяваните модели. 

Модел Парам. Контекст 
(токени) 

Основен акцент в 
дизайна 

Основна роля в 
оценяването 

Ollama таг 

Mistral 
7B / v0.3 

~7.3B 8,192 / 
32,768 

GQA (grouped-query 
attention); внимание с 

плъзгащ прозорец 

Фокус върху 
ефективност; 

приемственост между 
версии 

Mistral 7B / 
Mistral:latest 

Llama 2 
7B 

7B 4,096 Стандартен 
трансформър; широко 

използван 

Базова линия за общо 
предназначение 

Llama 2 7B 

Orca 2 7B 7B 4,096 Дообучаване с фокус 
върху разсъждение 

Сравнителен модел, 
настроен за 

разсъждение 

Orca 2 7B 

Granite 
3.2 8B 

8B 8,192 Подбор и подготовка на 
данни с корпоративен 

фокус 

Сравнителен модел за 
надеждност в 

корпоративни среди 

Granite3.2:8b 

DeepSeek 
R1 8B 

8B 8,192 Обучение с подсилване 
(RL) с фокус върху 

разсъждение 

Сравнителен 8B модел, 
фокусиран върху 

разсъждение 

Deepseek 
r1:8b 

Llama 3.1 
8B 

8B 8,192 Обновен LLaMA; 
разширен контекст 

Базова линия от 
текущото поколение 

llama3.1:8b 

3.2 Начална група модели 
Началната група - Mistral 7B [69], Llama 2 7B [70] и Orca 2 7B [71] - е използвана за проверка на 

цялостната работа на системата и за измерване на времевите показатели при фиксирано top-k 
извличане във Фаза I [17]. Във Фаза II [15] същите модели са оценени при систематично вариране на 
прага (0,50-0,80), за да се опише чувствителността към прага. 
3.2.1 Mistral 7B 

Mistral 7B (2023) е проектиран за по-ефективно генериране в класа 7B параметри [69], [72]. 
Моделът използва grouped-query attention (GQA) и sliding-window attention (SWA) - механизми, които 
са релевантни при RAG, тъй като добавянето на извлечени пасажи увеличава дължината на заявката и 
натоварва паметта и времето за изпълнение. Според резултатите, докладвани от авторите, Mistral 7B 
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превъзхожда Llama 2 7B при стандартни оценки [73], включително MMLU [74] и GSM8K [75]. В 
началната група Mistral 7B е включен като представител с акцент върху ефективността. 
3.2.2 Llama 2 7B 

Llama 2 7B (2023) е широко използван модел от клас 7B [70]. В началната група Llama 2 7B е 
включен като базова линия за сравнение, тъй като е добре познат, широко използван и позволява 
ефектите от настройките на извличането (top-k спрямо филтриране по праг) да се разглеждат спрямо 
стабилен ориентир при еднакви експериментални условия. Meta публикува и дообучени варианти за 
следване на инструкции [68], [70]. 
3.2.3 Orca 2 7B 

Orca 2 7B (2023) е модел, базиран на Llama 2, настроен да подобрява разсъждението чрез 
подбрани инструкции, без промени в архитектурата [71]. Докладваните подобрения се в задачи за 
сравнително оценяване на разсъждение, като GSM8K и BIG-bench Hard [76]. В началната група Orca 2 
7B е включен като представител с акцент върху разсъждението. 

3.3 Актуализирана група модели 
Актуализираната група - Granite 3.2 8B [77], DeepSeek R1 8B [78], Llama 3.1 8B [79] и Mistral 7B v0.3 [80] 
- е включена във Фаза III (анализ на чувствителността към прага за всеки модел поотделно) и във Фаза 
IV (анализ между тематичните области). Mistral е запазен като свързващ модел между фазите, но е 
обновен до v0.3. 
3.3.1 Granite 3.2 8B 

Granite 3.2 8B (IBM, 2024) насочен към корпоративна употреба и разработен за задачи като 
отговаряне на въпроси, обобщаване, извличане на информация, програмиране и RAG [77]. В 
актуализираната група, моделът е включен като представител, ориентиран към корпоративни 
сценарии, при които се търси по-предвидимо поведение и стабилност при интеграция. 
3.3.2 DeepSeek R1 8B 

DeepSeek R1 8B (2024) поставя акцент върху обучителни подходи, ориентирани към 
разсъждение, и включва компоненти за обучение с подсилване [81]. Подходите за разсъждение, 
развити в по-големите варианти от серията DeepSeek R1, са пренесени към по-малкия R1 8B [78]. В 
актуализираната група изпълнява ролята на модел с акцент върху разсъждението. 
3.3.3 Llama 3.1 8B 

Llama 3.1 8B (Meta, юли 2024) е многоезичен модел, донастроен за следване на инструкции, от 
семейството Llama 3.1. Meta представя варианта 8B като модел с общо предназначение за асистентски 
задачи и посочва контекстен прозорец от 128k токена за текстовите модели от серията Llama 3.1. [79]. 
В актуализираната група служи като базова линия с общо предназначение при мащаб [82]. 
3.3.4 Mistral 7B (v0.3) 

Mistral 7B v0.3 (2024) се разпространява чрез Ollama с идентификатор mistral:latest [63], 
предлага контекстен прозорец от 32 768 токена и извикване на функции [80], като запазва 
архитектурата, насочена към ефективност, описана в Секция 3.2.1. Моделът е включен за 
приемственост между фазите и за отчитане на промените в рамките на семейството Mistral [69], [72]. 

3.4 Метрики за оценяване 
Оценяването на RAG изисква оценка в няколко направления, тъй като извличането пряко влияе 

върху генерирането. Използван е панел от 24 метрики, които обхващат лексикално припокриване, 
семантично съответствие, плавност и предсказуемост, качество на отговора, статистическа зависимост 
и показатели за четимост. Подборът следва принципа, че разнообразни показатели дават по-
надеждна обобщена оценка от която и да е единична метрика [83]. Шестнадесет метрики са въведени 
във Фаза I, а още осем са добавени във Фаза III. Таблица 3.2 изброява пълния панел от 24 метрики 
(категории, изходни колони при получаване на резулттите и фаза на въвеждане). 
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Таблица 3.2 Пълен списък на 24-те метрики за оценяване. 

Категория Метрика Изходна 
колона 

Описание Фаза 

Лексикално 
припокриване 

METEOR METEOR Подравняване на ниво токен със стеминг 
и синонимни съвпадения 

Фаза I 

ROUGE-1 Rouge-1.r Еднограмно припокриване (recall) Фаза I 

ROUGE-1 Rouge-1.p Еднограмно припокриване (precision) Фаза I 

ROUGE-1 Rouge-1.f Еднограмно припокриване (F1) Фаза I 

ROUGE-2 Rouge-2.r Биграмно припокриване (recall) Фаза I 

ROUGE-2 Rouge-2.p Биграмно припокриване (precision) Фаза I 

ROUGE-2 Rouge-2.f Биграмно припокриване (F1) Фаза I 

ROUGE-L Rouge-l.r Най-дълга обща подпоследователност 
(recall) 

Фаза I 

ROUGE-L Rouge-l.p Най-дълга обща подпоследователност 
(precision) 

Фаза I 

ROUGE-L Rouge-l.f Най-дълга обща подпоследователност 
(F1) 

Фаза I 

BLEU BLEU n-грамна точност с наказание за краткост Фаза I 

F1 Score F1 Score F1 на ниво токен; диагностика за 
коректност на отговора 

Фаза I 

Семантично 
сходство 

Cosine similarity Cosine similarity Сходство на вграждания между 
генериран и референтен текст 

Фаза I 

BERTScore Bert-
Score.precision 

Контекстуално токенно сходство 
(precision) 

Фаза III 

BERTScore Bert-Score.recall Контекстуално токенно сходство (recall) Фаза III 

BERTScore Bert-Score.f1 Контекстуално токенно сходство (F1) Фаза III 

Плавност / 
Предсказуемост 

Laplace 
perplexity 

Laplace Perplexity Предсказуемост при Laplace-изгладен 
биграмен модел 

Фаза I 

Lidstone 
perplexity 

Lidstone 
Perplexity 

Предсказуемост при Lidstone-изгладен 
триграмен модел 

Фаза I 

Статист. 
корелация 

Pearson 
correlation 

Pearson 
correlation 

Линейна зависимост между генерирани и 
референтни представяния 

Фаза I 

Четимост (B-RT) 

B-RT Coherence B-RT.coherence Тематична фокусираност и локална 
организация 

Фаза III 

B-RT 
Consistency 

B-RT.consistency Вътрешна непротиворечивост между 
твърденията 

Фаза III 

B-RT Fluency B-RT.fluency Четимост и граматична свързаност Фаза III 

B-RT Relevance B-RT.relevance Съответствие с формулировката на 
въпроса 

Фаза III 

B-RT Average B-RT.average Средно аритметично на B-RT 
компонентите 

Фаза III 

Секции 3.4.1-3.4.5 в дисертацията съдържат пълните дефиниции, начините за изчисляване и 
пълно представяне на всяка метрика. Съответстващите формули (3.1)-(3.24) са включени в 
дисертацията и са представени също в [17], [15] и [18]. В автореферата присъстват само кратки 
описания за Секции 3.4.1-3.4.4 и основната формула за B-RT в Секция 3.4.5. 
3.4.1 Метрики за лексикално припокриване 

Метриките за лексикално припокриване сравняват генерираните отговори с референтните на 
ниво токени и n-грам. METEOR [84], ROUGE [85] и BLEU [86] дават допълващи се показатели за 
съвпадение на текста. 
3.4.2 Метрики за семантично сходство 
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Метриките за семантично сходство оценяват близостта по смисъл, отвъд повърхностното 
съвпадение. Cosine similarity [87] и BERTScore [88] сравняват генерирани и референтни отговори чрез 
векторни представяния. 
3.4.3 Метрики за плавност, предсказуемост и качество на отговора 

Показателите за плавност и предсказуемост се изчисляват чрез perplexity (мярка за 
предсказуемост), реализирана с NLTK, като индикатори, независими от конкретния езиков модел.; 
евентуалните проблеми са обсъдени в Секция 5.3.3. F1 на ниво токен се използва като показател за 
качество на отговора, извлечен от припокриването между генерираното и референтното съдържание. 
3.4.4 Метрики за статистическа корелация 

Статистическата зависимост се оценява чрез корелация на Pearson за описване на линейни 
зависимости между избрани метрични стойности. 
3.4.5 Метрика, базирана на човешка четимост (B-RT) 

Показателят B-RT е регресионен индикатор, изведен по модела на Nubia, който приближава 
човешките оценки за четимост при RAG [89], [90]. Стойностите се използват като автоматизирани 
сравнителни метрики, а не като заместител на валидирани човешки преценки. Базовото сходство е 
дефинирано като: 

𝑠 = 𝑐𝑜𝑠(𝐸𝑐𝑙𝑠(𝑅𝑒𝑓𝑒𝑟𝑒𝑛𝑐𝑒),   𝐸𝑐𝑙𝑠(𝐺)),      (3.25) 

а агрегираният индекс: 

𝐵 − 𝑅𝑇. 𝐴𝑣𝑒𝑟𝑎𝑔𝑒 =
𝐶𝑜ℎ𝑒𝑟𝑒𝑛𝑐𝑒+𝐶𝑜𝑛𝑠𝑖𝑠𝑡𝑒𝑛𝑐𝑦+𝐹𝑙𝑢𝑒𝑛𝑐𝑦+𝑅𝑒𝑙𝑒𝑣𝑎𝑛𝑐𝑒

4
    (3.26) 

3.5 Композитни показатели 
Тъй като отделните метрики обхващат различни аспекти на качеството, за систематично сравнение е 
необходимо тяхното обобщаване. Въпреки че PaSSER изчислява и 24-те метрики, при формирането на 
CPS се използват девет от тях, за да се избегне двойно претегляне на силно корелиращи се метрики. 
Метричните семейства от Секция 3.4 са групирани в четири оценъчни измерения. Таблица 3.3 
представя това съответствие и начина, по който се извършва обобщаването. 

Таблица 3.3 Съответствие между метричните семейства от Секция 3.4 и измеренията на CPS. 

Семейство метрики 
(Секция 3.4) 

Основно 
предназначение 

Измерение на CPS  Бележка 

3.4.1 Лексикално 
припокриване 

Повърхностно 
съвпадение с 

референтния отговор 

Лексикално 
припокриване 

Директно съответствие 

3.4.2 Семантично 
сходство 

Близост по смисъл 
отвъд точното 

съвпадение 

Семантично сходство и 
подравняване 

Директно съответствие 

3.4.3 Плавност, 
предсказуемост, качество 

Езикова 
предсказуемост и 

коректност на 
отговора 

Разделяне: Езиково 
моделиране (perplexity); 

Плавност и коректност 
(F1) 

Perplexity → Езиково 
моделиране; F1 → 

Плавност и коректност 

3.4.4 Статистическа 
корелация (Pearson) 

Линейна зависимост 
между метрики 

Семантично сходство и 
подравняване 

Групирана като 
индикатор за 

подравняване 

3.4.5 B-RT (набор от 
метрики) 

Многоаспектни 
метрики за четимост 

и качество 

Разпределени между 
компонентите на 

измеренията 

Всеки компонент е 
съотнесен към 

съответното измерение 

3.5.1 Формулировка на CPS 
CPS обобщава нормализирани метрични стойности чрез претеглена сума и е разработен с оглед 

на три основни затруднения при сравнението между метрики: различни скали, различна полярност и 
различна диагностична стойност [15]. 

За даден въпрос q, оценен с модел m при праг на сходство t: 

𝐶𝑃𝑆𝑞 =  ∑ 𝑤𝑖
𝑛
𝑖=1 ×  [𝑑𝑖

(𝑚𝑖,𝑞− 𝑚𝑖𝑛𝑖)

(𝑚𝑎𝑥𝑖− 𝑚𝑖𝑛𝑖)
+  

(1− 𝑑𝑖)

2
]     (3.27) 
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където m_{i,q} е стойността на метрика i за въпрос q; min_i и max_i са наблюдаваните крайни стойности 
в оценяваните данни; d_i ∈ {−1, +1} е индикатор за полярност (d_i = +1 ако по-висока стойност е по-
добра; d_i = −1 ако по-ниска стойност е по-добра); w_i е теглото на метриката (Σw_i = 1). 

За метрики с положителна полярност (d_i = +1): 

𝑁𝑜𝑟𝑚𝑎𝑙𝑖𝑧𝑒𝑑 𝑣𝑎𝑙𝑢𝑒 =  
𝑚𝑖,𝑞− 𝑚𝑖𝑛𝑖

𝑚𝑎𝑥𝑖− 𝑚𝑖𝑛𝑖
      (3.28) 

За метрики с отрицателна полярност (d_i = −1) нормализацията е обърната: 

𝑁𝑜𝑟𝑚𝑎𝑙𝑖𝑧𝑒𝑑 𝑣𝑎𝑙𝑢𝑒 =  
𝑚𝑎𝑥𝑖− 𝑚𝑖,𝑞

𝑚𝑎𝑥𝑖− 𝑚𝑖𝑛𝑖
      (3.29) 

Така всички нормализирани стойности попадат в интервала [0, 1], като по-високите стойности 
последователно показват по-добро качество, независимо от оригиналната полярност. 

Средна стойност на CPS за модел m при праг t за Q въпроса: 

𝜇𝑚,𝑡 =  
1

𝑄
 ∑ 𝐶𝑃𝑆𝑞

(𝑚,𝑡)𝑄
𝑞=1       (3.30) 

3.5.2 Композитен показател, за стабилност на прага (T-CPS) 
CPS отразява средната производителност, но не показва доколко резултатите са устойчиви 

между отделните въпроси. Конфигурация с висок среден CPS, но с голяма вариация, може да е по-
малко надеждна от конфигурация с малко по-нисък среден резултат, но със стабилни отговори. T-CPS 
добавя механизъм "награда-наказание", базиран на коефициента на вариация (CV) [91]. 

𝐶𝑉𝑚,𝑡 =  
𝜎𝑚,𝑡

𝜇𝑚,𝑡
       (3.31) 

Награда за стабилност и наказание за вариация: 
𝑇 − 𝐶𝑃𝑆 =  𝜇 × (1 +  𝛼 ×  (1 −  𝐶𝑉))  −  𝛽 ×  𝐶𝑉²    (3.32) 

Компонентът за награда (1 + α × (1 - CV)) повишава резултата при ниска вариация. Компонентът за 
наказание β × CV² намалява резултата квадратично при нарастване на CV. Параметрите α = 0,1 и β = 
0,05 въвеждат асиметрия 2:1: наградата за стабилност може да добави до около +10% при ниска 
вариация, а наказанието намалява резултата с до около -5% при максималния наблюдаван CV. Тези 
стойности не се представят като оптимални; те са начална настройка, съобразена с вариацията на CPS, 
наблюдавана в предварителни изпълнения. 

Анализ на чувствителността при 25 комбинации от параметри (α ∈ {0,05; 0,10; 0,15; 0,20; 0,25} × β 
∈ {0,025; 0,05; 0,075; 0,10; 0,15}) потвърждава стабилност на класирането: 29 от 31 конфигурации 
(93,5%) не показват промяна в ранга при нито една комбинация. α обяснява 99,87% от вариацията на 
T-CPS, което показва, че наградата за стабилност е основният фактор, а наказанието за вариация има 
вторична, коригираща роля [18]. 
3.5.3 Статистическа значимост 

За да се провери дали разликите между конфигурациите с различен праг и базовата линия са 
статистически значими, се използва t-тестове по двойки, като всеки въпрос се сравнява със себе си при 
базовата линия и при съответния праг (α = 0,05). Така се ограничава влиянието на различията между 
самите въпроси. Значимостта се отбелязва по стандартен начин: * за p < 0,05; ** за p < 0,01; *** за p < 
0,001. 
Размерът на ефекта се оценява чрез d на Cohen за зависими извадки: 

𝑑 =  
𝑀𝑑𝑖𝑓𝑓

𝑆𝐷𝑑𝑖𝑓𝑓
      (3.33) 

където M_diff е средната стойност на разликите в CPS по въпроси (праг минус базова линия), а 
SD_diff е стандартното отклонение на тези разлики. Размерите на ефекта следват стандартните 
конвенции [92]: незначителен (d < 0,2), малък (0,2 ≤ d < 0,5), среден (0,5 ≤ d < 0,8) или голям (d ≥ 0,8). 

Докладваните p-стойности не са коригирани за множествени сравнения. Всяка фаза включва 
40 сравнения (4 модела × 10 прагови стойности); при α = 0,05 приблизително два значими резултата 
на фаза биха могли да се появят случайно при нулева хипотеза. Поради това значимостта се тълкува 
на ниво обща картина - последователност между праговете в рамките на модела, съгласуваност между 
фазите и съответствие с размерите на ефекта - а не като окончателно доказателство от единично 
сравнение (виж Секция 5.3.3). 
3.5.4 Показател за баланс (Balance Score) 

T-CPS включва стабилността в композитния показател, но на практика, често е нужен отделен 
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критерий, който ясно да показва баланса между подобрение и нестабилност на резултатите. Balance 
Score измерва какво подобрение, коригирано за стабилност, се получава на единица нестабилност [18]: 

𝐵𝑎𝑙𝑎𝑛𝑐𝑒 𝑆𝑐𝑜𝑟𝑒𝑚,𝑡 =  
(𝑇−𝐶𝑃𝑆i𝑚𝑝𝑟𝑜𝑣𝑒𝑚𝑒𝑛𝑡 %𝑚,𝑡/100)

𝐶𝑉𝑚,𝑡
    (3.34) 

По-високи стойности на Balance Score означават конфигурации с по-голямо коригирано 
подобрение при по-ниска нестабилност. Конфигурации с голямо подобрение, но висока нестабилност, 
получават по-нисък Balance Score от конфигурации с умерено подобрение и ниска нестабилност. Така 
се предпочитат по-предвидими конфигурации при настройване на извличането. 

3.6 Трета глава: Обобщение 
Трета глава дефинира групите модели и метриките за оценяване, използвани в Четвърта глава. 

Подбрани са седем модела с отворен код в диапазона 7-8B, при изискване да са публично достъпни и 
възможност за локален деплой върху хардуер от среден клас [65], [66]. Оценяването използва панел от 
24 метрики (Таблица 3.2), които обхващат лексикално припокриване, семантично сходство, плавност и 
предсказуемост, качество на отговора, статистическа корелация и показатели за четимост. 
Обединяването на набор от метрики е дефинирано чрез CPS (3.27)-(3.30), разширено с T-CPS (3.31)-
(3.32) и Balance Score (3.34), както и с процедури за статистическа оценка и отчитане на размера на 
ефекта (3.33), които подпомагат сравнителната интерпретация. Тези компоненти подпомагат 
адресирането на D1 чрез композитни показатели, съобразени с прага, и на D3 чрез възпроизводими 
критерии за избор на модели и процедури за оценяване, приложени в Глава 4. 

ЧЕТВЪРТА ГЛАВА: ЕКСПЕРИМЕНТАЛНА ОЦЕНКА И АНАЛИЗ 
4.1 Фаза I: Тестване на системата и профилиране на времето за изпълнение 

Фаза I проверява работата на платформата от "край-до-край" и описва базовото й поведение, 
като изпълнява пълния RAG процес за три модела със 7B параметри (Mistral 7B, Llama 2 7B, Orca 2 7B) в 
две хардуерни среди [17]. Извличането е в режим Normal Mode, с фиксиран брой извличани откъси 
(top-k, K = 100) и температура на генериране 0,2. Фазата е насочена към проверка на инфраструктурния 
компонент (b) на  Obj.1; тестването, отнасящо се до прага на сходство, започва във Фаза II. 
4.1.1 Експериментален дизайн 

За домейн земеделие са използвани два основни източника: Регламент (ЕС) 2018/848 за 
биологичното производство [93] и Наръчникът на ФАО за климатично устойчиво земеделие (climate-
smart agriculture) [94]. Документите са обработени и сегментирани според параметрите от Секция 2.2.2 
(1024 знака, припокриване 50), векторизирани с Mistral 7B и съхранени в ChromaDB. Тествани са 446 
двойки въпрос-отговор. Въпросите са генерирани с Mistral 7B, което може да даде предимство на този 
модел; това е отбелязано в Секция 5.3.2 и е компенсирано във Фаза IV чрез използване на Claude Opus. 
Използвани са две хардуерни среди: Apple Mac Mini M1 (macOS, 16 GB RAM, с GPU) и Intel Xeon Ubuntu 
сървър (128 GB RAM, само с централен процесор). Изпълнени са две тестови процедури: RAG Q&A Score 
Test (16 метрики) и Timing Performance Test. Резултатите са записани в блокчейна чрез смарт контракти 
(Секция 2.2.3). 
4.1.2-4.1.3 Резултати за време на изпълнение и качество 

Mac M1 постига приблизително 2.2 пъти по-висока пропускателна способност от Ubuntu 
конфигурацията само с централен процесор (Таблица 4.1 в дисертацията), докато стойностите на 
метриките за качество остават съпоставими между двете среди. Малката разлика във времето за 
зареждане показва, че основното предимство е свързано с бързината на извеждане, а не с 
инициализацията на модела. При фиксирана конфигурация на извличане Mistral 7B показва най-силни 
общи резултати по повечето метрики за лексикално и семантично съответствие, Orca 2 7B достига най-
високи стойности по ROUGE precision, а Llama 2 7B отчита най-ниска perplexity. Тези резултати показват, 
че относителното подреждане на моделите зависи от разглежданото семейство метрики. Резултатите 
от Фаза I имат описателен характер и служат като базова линия за по-късните анализи, чувствителни 
към прага на сходство. 
4.1.4-4.1.5 Анализ и проверка на системата 

Пълната верификация на системата потвърждава коректната работа на целия процес - от 
зареждането на данните и извличането, през генерирането на 1338 отговора и изчисляването на 16 
метрики, до експортирането в електронни таблици и регистрирането в блокчейн. Съпоставката между 
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двете среди подкрепя извода, че качеството на резултатите зависи основно от модела и 
конфигурацията на извличане, а не от използваната изчислителна среда. 
4.1.6 Обобщение на Фаза I 

Фаза I потвърждава, че PaSSER работи коректно и че целият процес минава без грешки от 
извличане до запис на резултатите. Фаза II въвежда филтриране по праг на сходство. 

4.2 Фаза II: Праг на сходство и CPS 
Фаза II служи като пилотно изследване, чиято цел е да се проследи как прагът на сходство влияе 

върху качеството на генерирането при ограничена конфигурация на Score Mode и да се оцени CPS като 
схема за обобщаване преди по-широките анализи във Фази III-IV [15]. Експериментите използват три 
LLM с 7B параметъра - Mistral 7B, Llama 2 7B и Orca 2 7B - при K = 100, K-Inc = 2 и фиксирана температура 
0,2. Прагът на сходство се променя от 0,50 до 0,80 със стъпка 0,05, което води до 2 121 оценки (3 модела 
× 7 прага × 101 въпроса), изпълнени на Apple Mac mini M1. Този диапазон е избран, за да обхване 
прехода от по-разрешително към по-селективно извличане, без да се навлиза в по-строги режими на 
извличане, разгледани по-късно във Фази III-IV.  Фаза II разглежда RQ1 в пилотна среда, като прилага 
компоненти (a) и (b) на Obj. 1 и допринася за Obj. 4. 
4.2.1 Експериментален дизайн 

Фаза II използва подмножество от 101 двойки въпрос-отговор от набора от данни за Фаза I, като 
запазва същите настройки за сегментиране, векторизиране и векторно хранилище. Основната промяна 
в дизайна е въвеждането на извличане в режим Score Mode, което позволява филтриране на 
извлечените пасажи по праг. Резултати за отделните въпроси са запазени само за прагове 0,50-0,80 и 
затова всички анализи във Фаза II са ограничени до този интервал.  
4.2.2 Стойности на метриките в CPS 

CPS е приложен като претеглено обобщаване на девет метрики, обхващащи четири оценъчни 
измерения: лексикално припокриване (METEOR, BLEU, ROUGE-1 F, ROUGE-L F), семантично сходство и 
съгласуваност (Cosine Similarity, Pearson Correlation), плавност и коректност (F1 Score) и езиково 
моделиране (Laplace Perplexity, Lidstone Perplexity). Метриките за perplexity са с отрицателна полярност 
и след нормализация се обръщат (Секция 3.5.1). Таблица 4.3 представя набора от метрики и теглата 
им. 

Таблица 4.3. Метрики и коефициенти в CPS (Фаза II). Източник [15]. 

Метрика Стойност Обосновка 

METEOR 0.15 Цялостна оценка на текстовото качество 

ROUGE-1 F-score 0.075 Различни нива на лексикално припокриване 

ROUGE-L F-score 0.075 Различни нива на лексикално припокриване 

BLEU 0.15 Цялостна оценка на текстовото качество 

Laplace Perplexity 0.075 Предсказуемост и точност (по-ниско = по-добре) 

Lidstone Perplexity 0.075 Предсказуемост и точност (по-ниско = по-добре) 

Cosine Similarity 0.10 Релевантност и съгласуваност при извличане 

Pearson Correlation 0.10 Релевантност и съгласуваност при извличане 

F1 Score 0.20 Основна метрика за коректност на отговора 

ОБЩО 1.00  

4.2.3 Резултати 
Резултатите от Фаза II са представени описателно, без формално тестване за статистическа 

значимост, тъй като тази фаза има пилотен характер. В рамките на разглеждания диапазон на прага 
най-висок CPS е наблюдаван при 0,55 за Mistral 7B и Llama 2 7B и при 0,65 за Orca 2 7B. В целия 
изследван диапазон Orca 2 7B показва най-стабилен профил на CPS, докато Mistral 7B и Llama 2 7B 
проявяват по-голяма чувствителност към прага, включително специфични за модела спадове при 
междинни стойности. Фигура 4.1 илюстрира тези тенденции на CPS при различните прагове и за трите 
модела. 
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Фигура 4.1. CPS стойности за трите модела при праг на сходство 0,50-0,80 (Фаза II, Score Mode). Адаптирана от [15]. 

4.2.4-4.2.5 Анализ и обобщение  
Пилотното изследване във Фаза II показва, че прагът, при който се наблюдава най-висок CPS, 

зависи от модела в рамките на изследваната конфигурация. По-нисък или умерен праг може да остане 
ефективен за модели, които понасят по-успешно по-слабо свързан контекст, докато модели, по-
чувствителни към шум при извличането, могат да се повлияват по-добре от по-строго филтриране. Тези 
тълкувания имат обяснителен, а не причинно-следствен характер, тъй като Фаза II не изолира 
механизмите, които свързват характеристиките на модела с поведението му спрямо прага. Изводите 
са ограничени и от условията на пилотното изследване: един домейн, подмножество от 101 въпроса, 
фиксирани настройки за предварителна обработка и запазени артефакти само за прагове 0,50-0,80. 
Въпреки тези ограничения Фаза II предоставя начални доказателства по RQ1 и полага основата за по-
широките анализи на прага във Фази III-IV. 

4.3 Фаза III: Прагове на сходство според модела 
Фаза III изследва как се променя представянето на езиковите модели при промяна на прага на 

сходство в RAG, с акцент върху чувствителността, зависеща от модела, при все по-селективно 
извличане. Групата модели е обновена спрямо Фаза II: Mistral 7B е запазен за приемственост в 
актуализирана версия 0.3, а Llama 2 7B и Orca 2 7B са заменени с три модела от клас с 8B параметра - 
DeepSeek R1 8B, Llama 3.1 8B и Granite 3.2 8B. Оценени са прагове на сходство от 0,50 до 0,95 със стъпка 
0,05. Качеството на генерирането е обобщено чрез CPS и T-CPS, като за всяко изпълнение е изчислен 
пълният набор от 24 метрики. Базовата конфигурация е Normal Mode (top-k извличане без филтриране 
по праг), а тестовете с праг използват Score Mode. Фаза III разглежда RQ1 и RQ2, като прилага 
компоненти (a) и (b) на Obj. 1 и допринася за Obj. 4. 
4.3.1 Експериментален дизайн 

Използвано е подмножество от 369 двойки въпрос-отговор от набора от данни за Фаза I, като 
настройките за сегментиране, векторизиране и векторно хранилище са запазени без промяна. 
Експериментите са проведени в три хардуерни среди - M1 Mac Mini, M2 Mac Mini и сървър само с 
централен процесор. Размерът на контекстния буфер се различава по модел (2 048-10 000 токена) 
поради ограничения в паметта; отражението на това е разгледано в Секция 5.3.2. За да се ограничат 
страничните ефекти, свързани с хардуера, статистическите сравнения са проведени в рамките на всеки 
модел спрямо собствената му базова конфигурация. Общо са изпълнени 16 236 оценки (4 модела × 11 
конфигурации × 369 двойки въпрос-отговор). 
4.3.2 Стойности на метриките в CPS 

Във Фаза III се прилагат CPS и T-CPS с обновен панел от метрики, който разширява семантичното 
и езиковото покритие: 30% лексикално припокриване (METEOR, ROUGE), 25% семантично сходство 
(BERTScore.f1, B-RT.average), 25% плавност и точност (F1 Score, B-RT.fluency) и 20% езиково моделиране 
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(Laplace/Lidstone Perplexity). Таблица 4.6 описва промените в панела от Фаза II към Фази III-IV. 

Таблица 4.6 Развитие на панела от метрики за CPS между експерименталните фази. 

Категория Метрика Фаза II Фаза III-IV Промяна Обосновка 

Лексикално 
припокриване 

METEOR 0,150 0,150 — Запазена основна 
метрика 

BLEU 0,150 — Премахната Припокриване с 
METEOR 

ROUGE-1.f 0,075 — Заменена Униграм по-малко 
информативен от 

биграм 

ROUGE-2.f — 0,075 Добавена Биграмно припокриване 

ROUGE-L.f 0,075 0,075 — Запазена 

Междинен сбор 0,450 0,300 −0,150  
Семантично 
сходство 

Cosine Similarity 0,100 — Премахната Заменена от контекст. 
вграждания 

Pearson 
Correlation 

0,100 — Премахната По-малко 
интерпретируема 

BERTScore.f1 — 0,125 Добавена Контекстуално токенно 
сходство 

B-RT.average — 0,125 Добавена Многоаспектен 
показател за четимост 

 Междинен сбор 0,200 0,250 +0,050  
Плавност и 
точност 

F1 Score 0,200 0,150 −0,050 Тегло преразпределено 

B-RT.fluency — 0,100 Добавена Оценка за плавност 
 Междинен сбор 0,200 0,250 +0,050  
Езиково моделир. Laplace Perplexity 0,075 0,100 +0,025 Повишен акцент 

Lidstone 
Perplexity 

0,075 0,100 +0,025 Повишен акцент 

 Междинен сбор 0,150 0,200 +0,050  

ОБЩО  1,000 1,000   

4.3.3 Обобщение на резултатите по CPS 
Таблица 4.7 обобщава конфигурациите с най-висок CPS подобрение за всеки модел. Най-

високите CPS подобрения са модел-зависими: Mistral 7B v0.3 постига най-голямо подобрение (+4,58% 
при праг 0,95), следван от Llama 3.1 8B (+1,58% при 0,90), Granite 3.2 8B (+1,25% при 0,95) и DeepSeek 
R1 8B (+1,01% при 0,90). 

Таблица 4.7 Конфигурации с най-високо CPS подобрение по модели (Топ 3, земеделие). 

Модел Ранг Праг Среден CPS Подобр. % 

Mistral 7B v0.3 1 0,95 0,5454 4,58 

2 0,90 0,5338 2,37 

3 0,70 0,5325 2,11 
Granite 3.2 8B 1 0,95 0,5182 1,25 

2 0,70 0,5179 1,20 

3 0,80 0,5178 1,17 
Llama 3.1 8B 1 0,90 0,5080 1,58 

2 0,70 0,5065 1,33 

3 0,55 0,5052 1,01 
DeepSeek R1 8B 1 0,90 0,4559 1,01 

2 0,95 0,4550 0,80 

3 0,65 0,4548 0,77 

4.3.4 Представяне по T-CPS и стабилност 
Таблица 4.8 представя конфигурациите с най-висок T-CPS за всеки модел. Класирането по T-CPS 

до голяма степен повтаря класирането по CPS: Mistral 7B v0.3 достига максимум при 0,95 (+4,54%), 
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Granite 3.2 8B при 0,95 (+1,25%), Llama 3.1 8B при 0,90 (+1,48%). DeepSeek R1 8B се отличава, с максимум 
при праг 0,65 (+0,79%) вместо оптималния по CPS праг 0,90, което отразява компромис между 
стабилност и производителност. DeepSeek R1 8B показва по-ниска нестабилност (CV = 0,085–0,108) в 
сравнение с останалите модели (CV = 0,122–0,148). Фигура 4.2 сравнява CPS и T-CPS подобренията по 
прагове за всеки модел. 

Таблица 4.8 Конфигурации с най-висок T-CPS по модел (Топ 3, земеделие). 

Модел Ранг Праг T-CPS T-CPS % CV Тълкуване 

Mistral 7B v0.3 1 0,95 0,5916 4,54 0,134 Голямо подобрение 

 2 0,90 0,5793 2,36 0,131 Умерено подобрение 

 3 0,70 0,5783 2,17 0,128 Умерено подобрение 

Granite 3.2 8B 1 0,95 0,5628 1,25 0,124 Малко подобрение 

 2 0,80 0,5625 1,20 0,122 Малко подобрение 

 3 0,70 0,5622 1,15 0,129 Малко подобрение 

Llama 3.1 8B 1 0,90 0,5501 1,48 0,148 Малко подобрение 

 2 0,70 0,5490 1,26 0,142 Малко подобрение 

 3 0,55 0,5484 1,16 0,129 Малко подобрение 

DeepSeek R1 8B 1 0,65 0,4961 0,79 0,085 Малко подобрение 

 2 0,90 0,4960 0,78 0,108 Малко подобрение 

 3 0,95 0,4958 0,74 0,093 Малко подобрение 
 

 
Фигура 4.2 Фаза III (земеделие, N = 369): CPS и T-CPS подобрения по прагове за всеки модел. 

4.3.5 Корелационен анализ 
Корелационният анализ оценява съвпадението между метриките и дали T-CPS дава 

информация, допълнителна към средния CPS. Фигура 4.3 показва корелационната матрица (Spearman) 
между метриките от Фаза III, обединени по модели и прагове 0,50–0,95 плюс базовата линия. Таблица 
4.9 отчита зависимости между T-CPS и CPS (ρ ≈ 0,999) и между T-CPS и CV (ρ ≈ 0,392), което потвърждава, 
че T-CPS следва отблизо средната производителност, като внася вторично предпочитание за 
стабилност. 
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Фигура 4.3 Корелационна матрица (Spearman) на метриките от Фаза III. 

 
Таблица 4.9 Зависимости между T-CPS, CPS и CV (Spearman; N = 44 конфигурации). 

Зависимост Spearman ρ 

ρ(T-CPS, CPS) 0,999 

ρ(T-CPS, CV) 0,392 

4.3.6 Balance Score 
Balance Score класира конфигурациите по подобрение, коригирано за стабилност, на единица 

нестабилност (Секция 3.5.4). Таблица 4.10 показва 10-те най-добри статистически значими 
положителни конфигурации. Mistral 7B v0.3 доминира класирането поради по-големи T-CPS 
подобрения при умерен CV, докато DeepSeek R1 8B постига конкурентни Balance Score стойности 
въпреки по-малките подобрения благодарение на нисък CV. 

Таблица 4.10 Класиране по Balance Score (Топ 10 значими положителни конфигурации). 

# Модел Праг T-CPS % CV Balance Score Знач. 

1 Mistral 7B v0.3 0,95 +4,54 0,134 0,339 *** 
2 Mistral 7B v0.3 0,90 +2,36 0,131 0,180 ** 
3 Mistral 7B v0.3 0,70 +2,17 0,128 0,170 * 
4 Mistral 7B v0.3 0,75 +2,06 0,128 0,161 * 
5 Mistral 7B v0.3 0,60 +1,92 0,135 0,142 * 
6 Mistral 7B v0.3 0,55 +1,77 0,132 0,134 * 
7 Granite 3.2 8B 0,95 +1,25 0,124 0,101 ** 
8 Llama 3.1 8B 0,90 +1,48 0,148 0,100 * 
9 Granite 3.2 8B 0,80 +1,20 0,122 0,098 ** 
10 DeepSeek R1 8B 0,65 +0,79 0,085 0,093 ** 

Таблица 4.11 обобщава съвпадението между праговете по най-висок CPS, най-висок T-CPS и най-висок 
Balance Score. За Mistral 7B v0.3, Granite 3.2 8B и Llama 3.1 8B трите критерия сочат един и същ праг, а 
при DeepSeek R1 8B оптималните стойности се разминават (CPS при 0,90 срещу CV при 0,65). 

Таблица 4.11. Съвпадение на праговете между критериите за избор (по модели). 
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Модел 
Най-добър 
праг по CPS 

Най-добър 
праг по T-CPS 

Най-добър 
праг по 

Balance Score 
Alignment 

Mistral 7B v0.3 0,95 0,95 0,95 Пълно съвпадение 

Granite 3.2 8B 0,95 0,95 0,95 Пълно съвпадение 

Llama 3.1 8B 0,9 0,9 0,9 Пълно съвпадение 

DeepSeek R1 8B 0,9 0,65 0,65 Разминаване 

Фигура 4.4 показва съвпадението между CPS и T-CPS по прагове за всеки модел. 

 
Фигура 4.4. Фаза III (земеделие, N = 369): съвпадение CPS-T-CPS по прагове за всеки модел (диагонал = пълно съвпадение). 

4.3.7 Статистическа значимост 
Направени са t-тестове по двойки (paired), като за всеки праг CPS на ниво въпрос е сравнен с 

базовата линия (без корекция). Mistral 7B v0.3 показва значими положителни подобрения при 6 от 10 
прага, Granite 3.2 8B при 7 от 10, Llama 3.1 8B — едно значимо подобрение и два значими спада, а 
DeepSeek R1 8B — подобрения при два прага. Таблица 4.12 обобщава разпределението на значимостта; 
Фигура 4.5 представя термокарта на значимостта по прагове. 

Таблица 4.12 Разпределение на значимостта по модел (домейн земеделие). 

Модел Знач. положит. Знач. отрицат. Незначим. 

Mistral 7B v0.3 6 0 4 

Granite 3.2 8B 7 0 3 

Llama 3.1 8B 1 2 7 

DeepSeek R1 8B 2 0 8 
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Фигура 4.5 Термокарта на статистическата значимост на CPS разликите спрямо базовата линия (Фаза III). 

4.3.8 Чувствителност към прага по модели 
Mistral 7B v0.3 показва най-благоприятния профил, със значими подобрения в обхвата 0,55–

0,95 и максимум при 0,95. Granite 3.2 8B демонстрира широк ефективен обхват (0,65–0,95) при 
сравнително слаби колебания. Llama 3.1 8B има тесен ефективен обхват с висока чувствителност към 
избора на праг. DeepSeek R1 8B показва ограничени подобрения и разминаване между оптималните 
прагове по средна производителност и по показателите, отчитащи стабилността. 
4.3.9 Обобщение на Фаза III 
Таблица 4.13 обобщава най-добрите конфигурации по модел с маркери за значимост. Оптималните 
прагове варират: Mistral 7B v0.3 и Granite 3.2 8B при 0,95, Llama 3.1 8B при 0,90, DeepSeek R1 8B с 
разминаващи се оптимуми (0,90 срещу 0,65). Резултатите са ограничени от тестваната конфигурация 
(четири модела, N = 369, домейн земеделие, разнороден хардуер). Данните осигуряват доказателства 
за RQ1 и RQ2 в домейна на земеделието; преносимостта между домейни се проверява във Фаза IV. 

Таблица 4.13 Обобщение на най-добрите конфигурации (домейн земеделие). 

Модел Праг CPS % T-CPS % CV Balance Знач. 

Mistral 7B v0.3 0,95 4,58 4,54 0,134 0,339 *** 

Granite 3.2 8B 0,95 1,25 1,25 0,124 0,101 ** 

Llama 3.1 8B 0,90 1,58 1,48 0,148 0,100 * 

DeepSeek R1 8B 0,65/0,90 0,77/1,01 0,79/0,78 0,085/0,108 0,093/0,072 **/  * 

4.4 Фаза IV: Проверка на преносимостта между домейни (Биоразнообразие) 
Фаза IV разширява анализа на прага на сходство от Фаза III към домейна на биоразнообразието, 

за да се изследва преносимостта между домейни. Групата модели, диапазонът на прага (0,50-0,95 със 
стъпка 0,05), начинът на извличане, форматът на промпта, настройките за сегментиране, моделът за 
векторизация, температурата и рамката за оценка остават непроменени. Основните промени са 
свързани с корпуса от знания, тестовия набор по биоразнообразие (N = 426 двойки въпрос-отговор) и 
използването на една-единствена среда за изпълнение (M1 Mac Mini). За всяко изпълнение е изчислен 
пълният набор от 24 метрики. Целта е да се установи дали ефектите на прага и моделно-зависимите 
профили на чувствителност се запазват, когато характеристиките на корпуса са различни, включително 
по отношение на речника и разпределенията на сходство във векторните представяния. Фаза IV 
разглежда RQ1, RQ2 и RQ3, като повтаря процедурата от Фаза III във втора тематична област и сравнява 
получените зависимости между прага и отговора на моделите. 
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4.4.1 Експериментален дизайн 
Всички експерименти са проведени в една среда за изпълнение - M1 Mac Mini - при фиксиран 

контекстен буфер от 16 000 токена за всички модели и прагове. Тази стандартизация премахва 
вариацията в контекстния буфер като смущаващ фактор и засилва основанията наблюдаваните 
различия да се тълкуват като домейнно обусловени, а не като свързани с хардуера. Корпусът по 
биоразнообразие включва 426 двойки въпрос-отговор, изведени от авторитетни източници, сред които 
Конвенцията за биологичното разнообразие [95] и Стратегията на Европейския съюз за биологичното 
разнообразие [96]. Референтните отговори са извлечени от изходните документи, а въпросите са 
генерирани с Claude Opus по същата обща процедура, използвана във Фаза I. Общо са проведени 18 
744 оценки (4 модела × 11 конфигурации × 426 двойки въпрос-отговор). 
4.4.2 Стойности на метриките в CPS 
Без промяна е запазена същата схема за претегляне с 9 метрики, използвана във Фаза III (Таблица 4.6). 
Схемата на теглата следва рамката за оценяване с четири измерения: лексикално припокриване (30%), 
семантично сходство (25%), плавност и точност (25%) и езиково моделиране (20%). 
4.4.3 Обобщение на резултатите по CPS 

Представянето по CPS в интервала 0,50-0,95 е оценено за всички четири модела в домейна на 
биоразнообразието. Таблица 4.14 представя трите конфигурации с най-голямо подобрение на CPS за 
всеки модел. В сравнение с домейна на земеделието резултатите при домейн биоразнообразие 
показват по-големи повишения на CPS и по-ниски прагове на максимум при всички модели. Най-
високите подобрения на CPS са наблюдавани при Mistral 7B v0.3 при 0,80 (+13,32%), DeepSeek R1 8B 
при 0,55 (+8,45%), Granite 3.2 8B при 0,80 (+6,95%) и Llama 3.1 8B при 0,85 (+2,06%). 

Таблица 4.14 Конфигурации с най-високо CPS подобрение по модел (Топ 3, биоразнообразие). 

Модел Ранг Праг Среден CPS Подобр. % 

Mistral 7B v0.3 1 0,80 0,4911 13,32 

2 0,65 0,4764 9,94 

3 0,70 0,4747 9,53 

Granite 3.2 8B 1 0,80 0,4473 6,95 

2 0,95 0,4422 5,73 

3 0,55 0,4413 5,51 

Llama 3.1 8B 1 0,85 0,4713 2,06 

2 0,70 0,4606 −0,25 

3 0,80 0,4567 −1,11 

DeepSeek R1 8B 1 0,55 0,5094 8,45 

2 0,60 0,4906 4,45 

3 0,70 0,4775 1,66 

4.4.4 Представяне по T-CPS и стабилност 
Таблица 4.15 обобщава конфигурациите с най-висок T-CPS за всеки модел, като отчита и 

изменението чрез коефициента на вариация (CV). Класирането с отчитане на стабилността остава 
зависимо от модела, но в голяма степен съвпада с резултатите по CPS: Mistral 7B v0.3 и Granite 3.2 8B 
достигат максимум при 0,80, Llama 3.1 8B - при 0,85, а DeepSeek R1 8B - при 0,55. Сред водещите 
конфигурации DeepSeek R1 8B показва най-слаби колебания(CV = 0,129-0,158), докато останалите 
модели остават в по-висок диапазон (CV = 0,233-0,254), което показва по-стабилно качество на 
отговорите му при различните заявки. Тази зависимост се вижда и на Фигура 4.6, която сравнява 
подобренията по CPS и T-CPS за всеки модел по прагове и показва къде отчитането на стабилността 
променя подреждането спрямо подобрението само по CPS. 
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Таблица 4.15 Конфигурации с най-високо Т-CPS подобрение по модел (Топ 3, биоразнообразие). 

Model Rank Threshold T-CPS 
T-CPS 

Impr. % 
CV Interpretation 

Mistral 7B 
v0.3 

1 0.8 0.5254 14.23 0.242 Large improvement 

2 0.65 0.5102 10.93 0.233 Large improvement 

3 0.7 0.5078 10.41 0.24 Large improvement 

Granite 3.2 
8B 

1 0.8 0.4785 7.25 0.239 Moderate improvement 

2 0.55 0.4723 5.87 0.235 Moderate improvement 

3 0.95 0.472 5.8 0.254 Moderate improvement 

Llama 3.1 
8B 

1 0.85 0.5042 2.29 0.24 Small improvement 

2 0.7 0.4928 −0.03 0.24 Minimal change 

3 0.8 0.4884 −0.92 0.241 Minimal change 

DeepSeek 
R1 8B 

1 0.55 0.5529 8.75 0.129 Large improvement 

2 0.6 0.5306 4.38 0.158 Moderate improvement 

3 0.7 0.5165 1.59 0.157 Small improvement 

 

 
Фигура 4.6 Фаза IV (биоразнообразие, N = 426): CPS и T-CPS подобрения по прагове за всеки модел. 

4.4.5 Корелационен анализ 
Корелационният анализ е използван, за да се оцени припокриването между метриките и да се 

установи дали T-CPS добавя информация отвъд средния CPS. Фигура 4.7 представя корелационната 
матрица (Spearman) за компонентните метрики от Фаза IV, обединени за праговете 0,50-0,95 и базовата 
конфигурация. Таблица 4.16 показва, че T-CPS остава силно свързан с CPS (ρ ≈ 0,992), като 
същевременно показва и съществена обратна зависимост с коефициента на вариация (CV) (ρ ≈ -0,724). 
Това показва, че във Фаза IV T-CPS запазва подреждането по средно представяне, като едновременно 
с това изразява по-силен сигнал за стабилност, отколкото във Фаза III. Корелационната структура 
допълнително показва по-плътно групиране на метриките за лексикално припокриване и домейнно 
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обусловено изместване в зависимостите, свързани с perplexity, което показва, че взаимозависимостите 
между метриките са чувствителни към характеристиките на корпуса. 

 
Фигура 4.7. Корелационна матрица (Spearman) на метриките от Фаза IV. 

Table 4.16 Зависимости между T-CPS, CPS и CV (Spearman; N = 44 конфигурации). 

Зависимост Spearman ρ 

ρ(T-CPS, CPS) 0,992 

ρ(T-CPS, CV) -0,724 

 
4.4.6 Balance Score 
Таблица 4.17 представя 10-те най-добри значими конфигурации. DeepSeek R1 8B при праг 0,55 постига 
най-висок Balance Score (0,678) поради силно подобрение (+8,75%) и нисък CV (0,129), докато Mistral 
7B v0.3 заема множество позиции поради стабилно високи подобрения. Таблица 4.18 показва пълно 
съвпадение на оптималния праг по CPS, T-CPS и Balance Score за всички четири модела в домейна 
биоразнообразие, което опростява избора в сравнение с Фаза III. 

Table 4.17 Класиране по Balance Score (Топ 10 значими положителни конфигурации). 

# 
Модел Праг T-CPS % CV Balance 

Score 
Знач. 

1 DeepSeek R1 8B 0.55 +8.75 0.129 0.678 *** 

2 Mistral 7B v0.3 0.8 +14.23 0.242 0.588 *** 

3 Mistral 7B v0.3 0.65 +10.93 0.233 0.469 *** 

4 Mistral 7B v0.3 0.7 +10.41 0.24 0.434 *** 

5 Mistral 7B v0.3 0.9 +8.49 0.236 0.36 *** 

6 Mistral 7B v0.3 0.75 +7.74 0.228 0.34 *** 

7 Mistral 7B v0.3 0.85 +7.17 0.217 0.33 *** 

8 Granite 3.2 8B 0.8 +7.25 0.239 0.303 *** 

9 DeepSeek R1 8B 0.6 +4.38 0.158 0.277 *** 

10 Mistral 7B v0.3 0.5 +6.8 0.26 0.262 *** 

 Таблица 4.18 показва пълно съвпадение между CPS, T-CPS и Balance Score за всички четири 
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модела в домейна на биоразнообразието, което прави избора на праг по-еднозначен, отколкото във 
Фаза III. 

Таблица 4.18 Съвпадение на оптималния праг между критериите за подбор по модел. 

Модел Най-добър CPS 
праг 

Най-добър T-CPS 
праг 

Най-добър Balance 
Score праг 

Съвпадение 

Mistral 7B v0.3 0,80 0,80 0,80 Пълно 

Granite 3.2 8B 0,80 0,80 0,80 Пълно 

Llama 3.1 8B 0,85 0,85 0,85 Пълно 

DeepSeek R1 8B 0,55 0,55 0,55 Пълно 

Фигура 4.8 сравнява подобрението по CPS с подобрението по T-CPS за всеки праг и модел. 
Точките по диагонала показват пълно съвпадение, а отклоненията от него показват къде отчетената 
нестабилност променя оценката спрямо средната стойност. 

 
Figure 4.8 Фаза IV (биоразнообразие, N = 426): съвпадение CPS-T-CPS по прагове за всеки модел (диагонал = пълно 

съвпадение). 

4.4.7 Статистическа значимост 
Проведени са двустранни сдвоени t-тестове, при които стойностите на CPS за отделните 

въпроси при всеки праг на сходство са сравнени с базовата конфигурация без корекция за множествени 
сравнения. Таблица 4.19 обобщава разпределението на статистическата значимост по модел, а Фигура 
4.9 представя съответната термокарта. Mistral 7B v0.3 показва статистически значими положителни 
подобрения при 9 от 10 прага, което очертава най-широкия ефективен диапазон в този домейн. Granite 
3.2 8B показва статистически значимо подобрение при 3 прага, DeepSeek R1 8B - при 2 прага, заедно с 
2 статистически значими отрицателни ефекта при по-строги настройки, а Llama 3.1 8B показва само 1 
статистически значим положителен резултат наред с множество статистически значими понижения. 

Table 4.19 Разпределение на значимостта по модел (домейн биоразнообразие). 

Модел Знач. положит. Знач. отрицат. Незначим. 

DeepSeek R1 8B 2 2 6 

Granite 3.2 8B 3 0 7 

Llama 3.1 8B 1 5 4 

Mistral 7B v0.3 9 0 1 
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Figure 4.9 Термокарта на статистическата значимост на CPS разликите спрямо базовата линия (Фаза IV). 

4.4.8 Чувствителност към прага по модели 
Модел-зависимите профили на чувствителност се запазват и при смяна на домейна, но 

ефективният обхват на прага и степента на подобрение се променят. В домейна биоразнообразие 
Mistral 7B v0.3 показва най-широк положителен отговор, с максимум при 0,80 (+13,32% CPS; +14,23% T-
CPS) и подобрения при повечето от изследваните прагове. Granite 3.2 8B показва по-умерен отговор, 
със значими подобрения при по-малък брой прагове и най-високо представяне също при 0,80 (+6,95% 
CPS; +7,25% T-CPS). Llama 3.1 8B остава силно чувствителен към избора на праг, с единствен значим 
положителен праг при 0,85 и няколко прага, свързани със значимо влошаване. DeepSeek R1 8B показва 
ефективен обхват, съсредоточен при по-ниски прагове, особено 0,55-0,60, със силни подобрения при 
0,55, но с отрицателни ефекти при по-строго филтриране. Той постига и най-висок Balance Score в тази 
фаза. 
4.4.9 Сравнение между тематичните области 

Сравнението между Фаза IV и Фаза III показва зависими от тематичната област промени в 
оптималните стойности на прага и в големината на отчетените подобрения. И при четирите модела 
праговете, при които се постигат най-добри резултати по CPS, са по-ниски в областта на 
биоразнообразието, отколкото в земеделието: при Mistral 7B v0.3 и Granite 3.2 8B се наблюдава 
изместване от 0,95 на 0,80, при Llama 3.1 8B - от 0,90 на 0,85, а при DeepSeek R1 8B - от 0,90 на 0,55. 
Големината на подобренията също нараства при биоразнообразието, което показва по-силна 
чувствителност към прага в този корпус. Изборът на праг става и по-последователен: и четирите модела 
показват пълно съвпадение между CPS, T-CPS и Balance Score, докато при земеделието DeepSeek R1 8B 
изисква компромис между средното представяне и показателите, отчитащи стабилността. В 
обобщение, резултатите показват, че праговете на сходство с най-добри резултати зависят от 
тематичната област и трябва да се настройват спрямо целевия корпус, вместо да се пренасят без 
промяна между различни области. 

Таблица 4.20 Сравнение между домейни: земеделие (Фаза III) срещу биоразнообразие (Фаза IV). 

Модел Земед. 
праг 

Земед. CPS 
% 

Биоразн. праг Биоразн. CPS 
% 

Изместване 

Mistral 7B v0.3 0,95 +4,58% 0,80 +13,32% −0,15 
Granite 3.2 8B 0,95 +1,25% 0,80 +6,95% −0,15 
Llama 3.1 8B 0,90 +1,58% 0,85 +2,06% −0,05 
DeepSeek R1 8B 0,90 +1,01% 0,55 +8,45% −0,35 
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4.4.10 Обобщение на Фаза IV 
Фаза IV оценява чувствителността към прага при четири модела с отворен код, използвайки 426 

двойки въпрос-отговор от домейна биоразнообразие при стандартизиран хардуер. Таблица 4.21 
обобщава конфигурациите с най-добри резултати по модел. Най-добрите прагове се изместват надолу 
спрямо земеделието, а подобренията са по-големи: Mistral 7B v0.3 при 0,80 (CPS +13,32%; T-CPS 
+14,23%), Granite 3.2 8B при 0,80 (+6,95%; +7,25%), Llama 3.1 8B при 0,85 (+2,06%; +2,29%), DeepSeek R1 
8B при 0,55 (+8,45%; +8,75%). Данните осигуряват доказателства за RQ1 и RQ2 в домейна 
биоразнообразие и за RQ3 чрез сравнение между домейни с Фаза III, подкрепяйки извода, че 
праговете на сходство изискват калибриране за конкретния корпус. 

Таблица 4.21 Обобщение на най-добрите конфигурации (домейн биоразнообразие). 

Модел Праг CPS % T-CPS % CV Balance Знач. 

Mistral 7B v0.3 0,80 13,32 14,23 0,242 0,588 *** 

Granite 3.2 8B 0,80 6,95 7,25 0,239 0,303 *** 

Llama 3.1 8B 0,85 2,06 2,29 0,240 0,095 * 

DeepSeek R1 8B 0,55 8,45 8,75 0,129 0,678 *** 

4.5 Четвърта глава: Обобщение 
Глава 4 разглежда как прагът на сходство влияе върху качеството на генериране в RAG при седем 

езикови модела с отворен код и в две тематични области, като използва платформата PaSSER, 
представена във Втора глава, и рамката за оценка, дефинирана в Трета глава. Фаза I установява 
базовото поведение на системата при фиксирано извличане top-k и сравнява резултатите за време на 
изпълнение и качество при три 7B модела в две хардуерни среди. Фаза II въвежда извличане, базирано 
на праг на сходство. Пилотно изследване в диапазона от 0,50 до 0,80 и показва, че CPS се изменя според 
модела. Фаза III разширява анализа до четири модела и прагове до 0,95 в областта земеделие, като 
показва зависима от модела чувствителност според CPS, T-CPS и Balance Score, подкрепена със сдвоено 
статистическо тестване спрямо базовата конфигурация. Фаза IV повтаря този анализ в областта на 
биоразнообразието при стандартизирана хардуерна среда и показва по-ниски най-добри прагове, по-
голяма големина на подобренията и пълно съвпадение между CPS, T-CPS и Balance Score. В обобщение, 
резултатите показват, че ефектите от прага зависят както от модела, така и от тематичната област, и че 
праговете с най-добри резултати изискват настройване спрямо конкретния корпус. Във всички фази 
компонентите на Obj.1 - процедура за оценка, инфраструктура и експериментален дизайн - са 
прилагани последователно, с което е изпълнена Obj.4 и е осигурена емпирична подкрепа за D1, D2 и 
D3. 

ПЕТА ГЛАВА: ДИСКУСИЯ И НАСОКИ ЗА БЪДЕЩА РАБОТА 
Дисертационният труд се ръководи от една изследователска цел и четири задачи. Целта е да се 

разработи рамка за оценка на RAG, която подпомага вземането на решения за конфигуриране на 
извличането в RAG системи с LLM с отворен код, с особен акцент върху настройването на прага на 
сходство. Obj. 1 дефинира и реализира основните компоненти на рамката: a) процедура за оценка, 
отчитаща прага на сходство, b) платформата PaSSER като инфраструктура за възпроизводимост и c) 
контролиран експериментален дизайн. Obj. 2 и 3 определят критериите за подбор на модели, както и 
метриките и процедурите за тяхното изчисляване. Obj. 4 прилага тези основи чрез контролирано 
тестване и анализ при различни модели и тематични области. Първа глава очертава изследователските 
дефицити. Втора и Трета глава представят платформата, обосновават избора на модели, метриките и 
процедурите за изчисляване. Четвърта глава представя експерименталните резултати. По-нататък са 
обобщени основните изводи: Секция 5.1 разглежда изследователските въпроси, Секция 5.2 представя 
научно-приложните приноси, Секция 5.3 обсъжда ограниченията, а Секция 5.4 очертава бъдещи 
насоки за изследване. 

5.1 Отговори на изследователските въпроси 
Секции 5.1.1–5.1.3 обобщават експерименталните доказателства от Фази II–IV по трите 

поставени въпроса. 
5.1.1 (RQ1): Води ли промяната на прага на сходство до измерими промени в качеството на 
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генерираното съдържание? 
Конфигурацията на прага на сходство води до статистически значими ефекти върху качеството 

на генериране. В корпусите за земеделие и биоразнообразие варирането на прага в диапазона 0,50–
0,95 дава CPS подобрения до +4,58% (Фаза III, земеделие; Таблица 4.7) и +13,32% (Фаза IV, 
биоразнообразие; Таблица 4.14) спрямо базовата линия. 

Пилотните експерименти от Фаза II дават първи признак, че CPS се изменя според настройката 
на прага дори в сравнително тесен диапазон. При 101 двойки въпрос-отговор и три модела с 7B 
параметри е показано, че оптималните прагове се различават по модел: Mistral 7B и Llama 2 7B достигат 
най-добри резултати при 0,55, а Orca 2 7B - при 0,65. Тези резултати обосновават разширяването на 
диапазона на прага и на набора от модели в следващите фази. 

Фаза III разширява анализа до четири модела, 369 въпроса и прагове в диапазона 0,50-0,95, 
като включва и статистическо тестване спрямо базовата линия. При тези условия Granite 3.2 8B и Mistral 
7B v0.3 показват най-ясни признаци за систематична чувствителност към прага, със статистически 
значими положителни ефекти съответно при 7 от 10 и 6 от 10 прага. При DeepSeek R1 8B и Llama 3.1 8B 
значимите подобрения са по-малко, а ефектите от прага са по-ограничени или смесени. 

Фаза IV прилага същата процедура за оценка към корпуса за биоразнообразие. Резултатите 
отново показват, че изборът на праг влияе върху качеството на генериране, но големината и посоката 
на тези ефекти се различават по модел. Mistral 7B v0.3 показва значимо подобрение при 9 от 10 прага, 
докато при Granite 3.2 8B широкият ефективен диапазон от Фаза III се свива до само 3 статистически 
значими прага във Фаза IV. DeepSeek R1 8B показва положителни ефекти при по-ниски прагове и 
влошаване при по-строги стойности, а при Llama 3.1 8B преобладават отрицателните ефекти от прага. 
Във Фаза IV колебанията в качеството на изхода нарастват при всички модели, което се отразява в по-
високи стойности на коефициента на вариация. 

Като цяло, тези резултати дават положителен отговор на RQ1: конфигурацията на прага на 
сходство води до измерими и в много случаи статистически значими ефекти върху качеството на 
генериране. Подобрения до +4,58% в областта земеделие и до +13,32% в областта биоразнообразие са 
постигнати само чрез калибриране на прага, без повторно обучение на модела или архитектурни 
промени. Оптималният праг обаче не е постоянен при различните модели и тематични области, което 
показва, че изборът му трябва да се установява експериментално за конкретната конфигурация, а не 
да се приема предварително. 
5.1.2 (RQ2): Различава ли се ефектът от прага на сходство при различните езикови модели? 

Наблюдавана е съществена модело-зависима вариация в чувствителността към прага. 
Моделите се различават по оптимални стойности на прага, широчина на ефективния диапазон, степен 
на CPS подобрение и устойчивост на резултатите между конфигурациите. 

Mistral 7B v0.3 показва най-широка и най-устойчива чувствителност към прага. Във Фаза III 
(земеделие) значими подобрения са наблюдавани при 6/10 прага в обхвата 0,55–0,95. Във Фаза IV 
(биоразнообразие) чувствителността нараства до 9/10 значими прага, с максимално подобрение 
+13,32% CPS при праг 0,80. Сред четирите модела, оценявани във Фази III–IV, Mistral 7B v0.3 е 
единственият, запазващ широка положителна чувствителност и в двата домейна. 

Granite 3.2 8B показва плато-поведение във Фаза III (7/10 значими прага в обхвата 0,65–0,95), 
но се свива до 3/10 значими прага във Фаза IV. Това свиване е най-голямата междудомейнна промяна 
в широчината на чувствителността сред оценяваните модели, макар усложняващите фактори на Фаза 
IV (Секция 5.3.2) да затрудняват тълкуването. 

Llama 3.1 8B показва ограничена положителна чувствителност във Фаза III и предимно 
отрицателни ефекти във Фаза IV (6/10 значими прага: 5 отрицателни, 1 положителен). Тази инверсия 
предполага, че калибрирането на прага за Llama 3.1 8B е особено чувствително към характеристиките 
на корпуса или експерименталните условия. 

DeepSeek R1 8B показва ограничена чувствителност във Фаза III (2/10 значими прага), но по-
силни ефекти във Фаза IV с двуполюсно поведение: значими подобрения при ниски прагове (0,55–0,60) 
и значимо влошаване при високи (0,90–0,95). Ниските стойности на CV (0,129–0,166) допринасят за най-
високия Balance Score сред всички комбинации модел-праг във Фаза IV (0,678 при праг 0,55; Таблица 
4.21), което показва, че при прилагане на оценяване, претеглено за стабилност, DeepSeek R1 8B може 
да бъде конкурентен въпреки ограниченото средно CPS подобрение. 

РАМКА ЗА ОЦЕНКА НА СЪДЪРЖАНИЕ, ГЕНЕРИРАНО С РАЗШИРЕНО ИЗВЛИЧАНЕ  78

Автореферати на дисертации 2026 (5) 49-94



 

 

 

Тези резултати дават отговор на RQ2: чувствителността към прага се различава съществено 
между моделите по степен и характер. Чувствителността варира от широка и междудомейнно стабилна 
(Mistral 7B v0.3), до тясна и домейн-чувствителна (Granite 3.2 8B), инвертирана между домейните 
(Llama 3.1 8B) и двуполюсна с висока устойчивост на резултатите (DeepSeek R1 8B). Тези разлики 
показват, че изборът на праг не може да бъде обобщен между моделните архитектури; конфигурации, 
ефективни за един модел, могат да влошат производителността на друг. 
5.1.3 (RQ3): Валидни ли са сходни диапазони на прага при различен домейн? 

Чувствителността към прага е сравнена между корпус за земеделие (Фаза III) и корпус за 
биоразнообразие (Фаза IV). Наблюдавани са систематични разлики по множество показатели, макар 
тълкуването да е усложнено от едновременните промени в процедурата за генериране на въпроси, 
хардуерната конфигурация и характеристиките на корпуса (Секция 5.3.2). 

Оптималните прагове се изместват систематично надолу във Фаза IV. И четирите модела 
постигат максимален CPS при по-ниски прагове в домейна биоразнообразие, отколкото в земеделието, 
с изместване от −0,05 (Llama 3.1 8B) до −0,35 (DeepSeek R1 8B; Таблица 4.20). Степента на подобрение 
се различава значително: Mistral 7B v0.3 (+13,32% срещу +4,58%), Granite 3.2 8B (+6,95% срещу +1,25%) 
и DeepSeek R1 8B (+8,45% срещу +1,01%) постигат по-големи CPS подобрения във Фаза IV, докато Llama 
3.1 8B показва сходна степен при предимно отрицателни ефекти. Класирането по CPS подобрение се 
променя: DeepSeek R1 8B се изкачва от четвърто на второ място, а Llama 3.1 8B пада от второ на 
четвърто. Корелационните структури на ниво метрики също се изместват между фазите (Фигури 4.3 и 
4.7), което указва чувствителност на взаимовръзките между метриките към корпуса. 

5.2 Научно-приложни приноси 
Три научно-приложни приноса, организирани като компоненти от интегрираната рамка за оценка, 
адресират дефицитите, идентифицирани във увода: процедура за оценка с отчитане на прага и 
композитни показатели (C1, компонент Процес на оценяване, адресиращ D1), инфраструктура за 
възпроизводимост с блокчейн-базиран запис (C2, компонент Инфраструктура, адресиращ D2) и 
сравнителни емпирични насоки за избор на модел и праг (C3, компонент Емпирични резултати, 
адресиращ D3). Секции 5.2.1–5.2.3 характеризират всеки принос. 
5.2.1 Процедура за оценка 

Секция 1.4 идентифицира, че съществуващите рамки за оценка, като RAGAS, RGB, TREC RAG 
Track и TruLens, обикновено оценяват RAG системите при фиксирани настройки на извличането и не 
разглеждат прага на сходство като самостоятелна експериментална променлива. В много реализации 
изборът на праг остава конфигурационно решение, често евристично и прилагано без систематична 
обосновка. Съществуващите подходи обикновено поставят акцент върху средното представяне и рядко 
оценяват как качеството на изхода се променя между отделните заявки. 

За преодоляване на този дефицит в настоящото изследване е разработена процедура за 
оценка, отчитаща прага на сходство, при която той се разглежда като независима променлива, а 
поведението на системата се оценява в диапазон на селективност на извличането, вместо при една 
фиксирана настройка. Тази процедура е реализирана чрез платформата PaSSER и е приложена във Фази 
II-IV. Фаза II въвежда пилотно изследване на прага в диапазона 0,50-0,80. Фаза III разширява диапазона 
до 0,95 и включва статистическо тестване в областта земеделие. Фаза IV прилага същата процедура към 
областта на биоразнообразието, за да се изследват разликите между тематичните области. 

Резултатите показват, че ефектите от прага са съществени и не могат да бъдат сведени до една 
фиксирана стойност по подразбиране. Във Фаза III праговете с най-добри резултати по CPS попадат в 
диапазона 0,90-0,95, докато критериите, отчитащи стабилността, разширяват ефективния диапазон до 
0,65-0,95. Във Фаза IV праговете с най-добри резултати се изместват надолу до 0,55-0,85. Разликите в 
представянето между отделните прагове достигат до +4,58% подобрение по CPS в земеделието и 
+13,32% в биоразнообразието, което показва, че оценяването при една-единствена стойност на прага 
може да не представя реалното поведение на системата в целия диапазон на извличане. 

Този принос включва и три формулировки за композитно оценяване. CPS обединява 
разнородни метрики чрез претеглено сумиране след нормализация, като използва панел от 9 метрики, 
разпределени между лексикално припокриване (30%), семантично сходство (25%), гладкост и точност 
(25%) и езиково моделиране (20%). T-CPS разширява CPS чрез включване на коефициента на вариация 
(CV), като по този начин отчита стабилността на изхода между отделните заявки. Balance Score 
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допълнително оценява връзката между подобрението и колебанията. 
Във Фази III и IV T-CPS и CPS показват много висока корелация (ρ > 0,99), което означава, че в 

изследваните конфигурации средното представяне остава водещият сигнал за подреждане. Това не 
прави T-CPS излишен. Напротив, показва, че оценката, отчитаща стабилността, обикновено съвпада със 
средното представяне, като същевременно позволява да се откроят случаи, при които предпочитаният 
праг се променя, след като се отчетат колебанията. Най-ясният пример е DeepSeek R1 8B във Фаза III, 
при който CPS достига максимум при 0,90, а T-CPS предпочита 0,65, тъй като по-ниските колебания 
изместват оптимума, отчитащ стабилността. 

Този принос адресира D1, като заменя оценяването при фиксиран праг с процедура, отчитаща 
прага на сходство и обхващаща както равнището на представяне, така и неговата стабилност. 
Представените резултати имат изследователски характер, а потвърдителни изследвания с по-строг 
статистически контрол биха засилили тяхното обобщение. 
5.2.2 Инфраструктура за възпроизводимост 

Вторият принос е платформата PaSSER, разработена с цел да отговори на проблемите с 
възпроизводимостта при оценяването на RAG системи. PaSSER предоставя среда с достъп през браузър 
за контролирано експериментиране, като обединява конфигурирането на извличането, изпълнението 
на модела, изчисляването на метриките и експортирането на резултатите в единен работен процес. 

Ключов елемент на тази инфраструктура е проследяването на произхода чрез блокчейн. За 
всеки експериментален цикъл платформата записва върху блокчейна Antelope метриките за оценка, 
данните за времето на изпълнение и идентификаторите на изпълнението, а бекендът съхранява 
свързания конфигурационен контекст, включително идентификатора на модела, параметрите за 
извличане, настройките за декодиране и идентификаторите на използваните набори от данни. Тази 
архитектура осигурява неизменяеми записи, проверими времеви маркери и възможност за 
последващо извличане на метаданните за експериментите с цел независима проверка. 

Записът в блокчейн не гарантира точно възпроизвеждане на цялата изчислителна среда. Той 
обаче подобрява възпроизводимостта, като съхранява експерименталните условия и получените 
резултати в проверима форма. По този начин приносът адресира D2 не чрез претенция за пълна 
възпроизводимост, която би била необоснована, а чрез повишаване на прозрачността, 
проследимостта и възможността за последваща верификация на експерименталните изпълнения. 

Материалите, свързани с дисертационния труд, са публично достъпни на две места в GitHub. 
Архивът на дисертацията, организиран по фази и включващ експерименталните резултати и 
съпътстващите изследователски материали, е достъпен на https://github.com/M33rschaum/passer-
thesis-archive. Актуалните реализации на PaSSER, включително оригиналната платформа PaSSER и 
свързаните с нея хранилища, като maPaSSER и PaSSER-SR, са достъпни чрез GitHub на платформата 
SCPDx на адрес https://github.com/scpdxtest. 
5.2.3 Практически насоки за избор на модел при внедряване на RAG 

Третият принос се състои в извеждането на сравнителни емпирични насоки за подбор и 
конфигуриране на LLM с отворен код при RAG условия. Този принос адресира липсата на систематични 
данни за вариантите за внедряване с отворен код, особено когато изборът на модел и конфигурацията 
на извличането трябва да се правят при ограничения, свързани със сигурността, разходите или 
инфраструктурата. 

Въз основа на критериите за подбор на модели и процедурите за изчисляване на метриките, 
дефинирани в Трета глава, както и на контролираните експерименти, представени в Четвърта глава, в 
дисертационния труд са проведени над 38 000 оценки в рамките на четири фази, две тематични 
области и няколко хардуерни конфигурации. Тези резултати правят чувствителността към прага видима 
и съпоставима при вариантите за внедряване в диапазона 7-8 милиарда параметри. 

Четири извода са особено важни от практическа гледна точка. Първо, моделите се различават 
съществено по профила си на реакция към прага: някои показват широк и устойчив положителен ефект, 
докато при други той е тесен, нестабилен или двуполюсен. Второ, ефективните диапазони на прага, 
установени във Фази III и IV, дават отправни точки за калибриране, вместо да се разчита на общи 
стойности по подразбиране. Трето, промените между тематичните области показват, че настройките 
на прага трябва да се преразглеждат при промяна на корпуса. Четвърто, Balance Score дава 
допълнителна основа за вземане на решения при внедряване, когато наред със средното представяне 
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има значение и последователността на резултатите. 
Наблюдаваните ефекти на прага са особено важни по отношение на две проблемни точки при 

извличането, описани в предходни изследвания [47]: изключване на съответстващи източници при 
прекалено строг филтър и допускане на слабо свързан материал при прекалено либерален филтър. 
Настоящите резултати показват, че чувствителността на моделите към тези проблеми се различава 
между отделните системи, макар че причинните механизми не са изолирани в рамките на този 
дисертационен труд и биха изисквали самостоятелни аблационни изследвания. 

Този принос адресира D3, като предоставя емпирични насоки за калибриране на прага и 
сравнение между модели при RAG сценарии с отворен код, отчитайки както средното качество, така и 
стабилността при промяна на корпуса. 

5.3 Ограничения 
Няколко фактора ограничават обобщаването на резултатите извън оценяваните корпуси, 

модели и конфигурации. 
5.3.1 Ограничение на обхвата 

Оценени са два домейна: земеделие (Фаза III) и биоразнообразие (Фаза IV). И двата съдържат 
техническо и нормативно съдържание с формален език и добре дефинирана терминология. Дали 
подобни зависимости на чувствителността към прага се проявяват при други типове домейни не е 
проверено. Групата модели е ограничена до модели с отворен код в диапазона 7–8B параметри, за да 
се запази възможността за ползване на хардуер от среден клас. Чувствителността към прага може да 
се различава извън този диапазон. 
5.3.2 Ограничения на експерименталния дизайн 

Експериментите са проведени на разнороден хардуер поради практически ограничения. Фаза 
III използва M1, M2 и CPU-only среди с контекстни буфери (2 048–10 000 токена), докато Фаза IV 
стандартизира до M1 хардуер с фиксиран контекстен буфер от 16 000 токена, елиминирайки 
хардуерната/контекстна вариация, но въвеждайки едновременни промени в домейна и метода за 
генериране на въпроси. 

Векторните хранилища са създадени с вграждания от Mistral 7B чрез Ollama, с фиксирано 
фрагментиране (1 024 знака, припокриване 50) във всички фази. Използването на един модел за 
векторизация осигурява последователни условия за извличане, но може да повлияе на резултатите 
поради съвместимостта между векторния и генеративния компонент. Тъй като Mistral 7B служи 
едновременно като модел за вграждания и като един от оценяваните модели за генериране, 
съществува потенциален усложняващ фактор; изолирането на този ефект би изисквало оценяване с 
независими модели за вграждания (Секция 5.4.3). Въпросите за земеделие са генерирани с Mistral 7B 
(Фази I–III), а за Фаза IV е използван Claude Opus, което осигурява частична кръстосана проверка, но не 
изолира ефектите на вгражданията. 

Сравнението между домейнитевъв Фази III и IV се различава в няколко отношения освен 
съдържанието на домейна (модел за генериране на въпроси, хардуерна стандартизация, 
характеристики на корпуса). Тези едновременни промени не позволяват приписване на 
наблюдаваните изменения на прага конкретно на свойствата на домейна; данните следва да се 
тълкуват като предварителни доказателства, предполагащи, че може да е необходимо домейн-
специфично калибриране. 
5.3.3 Ограничения при измерванията и анализа 

Метриките за perplexity (Laplace и Lidstone) са изчислени чрез NLTK n-грамни езикови модели, 
а не чрез вероятности на ниво токен от трансформер (Секция 3.4.3), и функционират като модел-
независими индикатори. Наборът B-RT използва [CLS]-базирани проекции и не е валидиран спрямо 
човешки преценки (Секция 3.4.5). Фази III и IV докладват p-стойности без корекция, за да запазят 
статистическата коректност (Секция 3.5.3). Всяка фаза включва 40 сравнения спрямо базовата линия; 
при α = 0,05 приблизително 2 значими резултата на фаза биха могли да се появят случайно при нулева 
хипотеза. Читателите следва да тълкуват цялостната картина на резултатите, а не да разчитат на 
отделни p-стойности изолирано. Резултатите са с проучвателен характер и мотивират по-нататъшно 
изследване, а не окончателни предписания за прагове. 
5.3.4 Причинно-следствена интерпретация 

Експерименталният дизайн установява емпирични зависимости между конфигурацията на 
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прага на сходство и качеството на генериране, включително модел-зависими оптимуми (0,55–0,95), 
домейн-зависими изместванения между земеделие и биоразнообразие и баланс стабилност-
производителност, оценен чрез Balance Score. Причинните механизми, стоящи зад тези модели, обаче 
не са експериментално изолирани. Множество фактори варират между условията — характеристики 
на корпуса, формулиране на въпроси, хардуерна конфигурация и архитектура на модела — което не 
позволява приписване на наблюдаваните ефекти на единичен механизъм. Потвърждаването на 
причинно-следствени обяснения би изисквало контролирани аблационни изследвания, при които се 
променя един фактор, а останалите се поддържат постоянни. 

5.4 Насоки за бъдеща работа 
Бъдещата работа е организирана в три направления: разширяване на обхвата, процедурни 

разширения и валидиране/проверка. 
5.4.1 Разширяване на обхвата 

Разширяване на анализа на чувствителността към прага към допълнителни домейни извън 
земеделието и биоразнообразието и към модели извън диапазона 7–8B параметри. Контролирано 
вариране на домейна, при което се променя само корпусът, би изолирало домейн ефекти от 
усложняващите фактори, документирани в Секция 5.3.2. Покритието на модели може да бъде 
разширено към по-малки и по-големи модели, дообучени варианти и, където е възможно, затворени 
модели при съпоставими условия. 
5.4.2 Процедурни разширения 

Изследване на адаптивен подбор на прага, при който селективността на извличането варира 
според характеристиките на въпроса. Разширяване на PaSSER за записване на информация за 
произхода на ниво извличане (извлечени пасажи и стойности на сходство) и интегриране на IPFS за 
адресирано по съдържание съхранение на корпуси и набори от данни. Характеризиране на баланса 
ефективност-качество чрез измерване на латентност, използване на паметта и производителност при 
различни прагове. 
5.4.3 Валидиране и проверка 

Провеждане на валидиращи изследвания с участието на хора, за да се оцени дали праговете, 
подбрани чрез CPS/T-CPS, съответстват на подобрения, възприемани от хора, и за валидиране на B-RT 
спрямо човешки преценки. Провеждане на контролирани аблационни изследвания за изолиране на 
ефектите на вгражданията, фрагментирането, генерирането на въпроси, хардуера и самостоятелните 
промени в домейна. Проучване на алтернативни подходи за измерване, включително perplexity, 
базирана на трансформер, когато са достъпни logits, и прилагане на корекции за множествени 
сравнения (напр. Bonferroni или Benjamini-Hochberg FDR) в потвърдителни изследвания. 

5.5 Пета глава: Обобщение 
Експерименталните резултати са обобщени по трите поставени въпроса. Три научно-приложни 

приноса са характеризирани и съпоставени с дефицитите, идентифицирани в Първа глава. 
Документирани са ограниченията на обхвата, експерименталния дизайн, измерванията и анализа, 
както и границите при тълкуване. Бъдещата работа е организирана в разширяване на обхвата, 
процедурни разширения и усилия за валидиране и проверка, адресиращи документираните 
ограничения. 

ЗАКЛЮЧЕНИЕ - РЕЗЮМЕ НА ПОЛУЧЕНИТЕ РЕЗУЛТАТИ 
Разработена е Рамка за оценка на генериране, подпомогнато чрез външно извличане (RAG), 

която обединява три компонента: (1) компонент "Процедура за оценка", които отчита прага на 
сходство, (2) инфраструктурен компонент с инструменти за повторяеми експерименти и данни за 
проследимост, и (3) компонент "Емпирични данни" за сравнение между модели и домейни. Рамката 
преодолява три дефицита в практиката: липса на систематично оценяване при вариране на прага, 
недостатъчни средства за повторяемост и проследимост на експериментите и липса на практически 
насоки за избор на модел и праг при решения с отворен код и локална инфраструктура. 

Проектирана и реализирана е платформата PaSSER като уеб-приложение с отворен код, 
достъпно през браузър. Поддържано е тестване на параметри за извличане, многометрично оценяване 
с композитни показатели и запис на данни за проследимост в блокчейн чрез регистъра Antelope. 

Разработени са три инструмента за композитно оценяване. Композитният показател (CPS) дава 
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единна база за сравнение между конфигурации на прага. Праговият композитен показател (T-CPS) 
добавя оценяване на последователността на изхода чрез структура награда-наказание, базирана на 
коефициент на вариация (CV), използван тук като мярка за нестабилност. Balance Score измерва 
компромиса между качество и стабилност. 

Оценени са седем езикови модела с отворен код в диапазона 7-8 милиарда параметъра в 
четири експериментални фази, два домейна (земеделие и биоразнообразие) и над 38 000 
индивидуални оценки. Фаза I потвърждава работата на платформата "от край до край" при фиксирано 
top-k извличане. Фаза II въвежда оценяване, което отчита прага, и показва, че чувствителността към 
прага е модел-зависима. Фаза III разширява анализа до четири по-нови модела и диапазон 0,50-0,95 
със статистическа проверка. В домейна земеделие са отчетени CPS подобрения до 4,58% и два типа 
поведение: широки области с подобрение и тесни диапазони, в които прагът работи добре. Фаза IV 
повтаря оценяването в домейна биоразнообразие, където ефектите от прага са значително по-големи 
и пиковите CPS подобрения достигат 13,32%. При преминаване от земеделие към биоразнообразие 
най-добрите прагови конфигурации се изместват надолу за всичките четири модела, от -0,05 (Llama 3.1 
8B) до -0,35 (DeepSeek R1 8B). Нестабилността на изхода нараства с 67-105% (CV) спрямо земеделието, 
което потвърждава, че чувствителността към прага зависи от домейна и не е само свойство на модела. 
Сравнени са CPS и T-CPS и е показано, че оценяване по средна производителност и оценяване, което 
отчита последователността, може да доведе до различни препоръки за праг. При два от четирите 
модела прагът с най-добър резултат по CPS не съвпада с този по T-CPS. 

Покрити са и четирите задачи на изследването. Obj.1 е реализирана чрез трите компонента на 
рамката: инфраструктурният компонент с данни за проследимост в блокчейн (b, Втора глава), 
компонентът за оценяване с отчитане на прага чрез композитни показатели (а, Трета и Четвърта глава) 
и контролираният експериментален дизайн, който дава сравними резултати между модели и домейни 
(c, Четвърта глава). Obj.2 е изпълнена чрез критерии за избор на модели според практическа 
приложимост, лицензиране и изчислителни изисквания (Трета глава). Obj.3 е изпълнена чрез 
дефиниране и последователно прилагане на процедури за изчисление на метрики в пет направления 
на оценяване, с обобщаване в трите композитни инструмента (Трета глава). Obj.4 е постигната чрез 
контролирани експерименти в четири фази, два домейна и над 38 000 оценки при систематично 
вариране на прага (Четвърта глава)). 

От емпиричните резултати следват три практически извода. Първо, настройването на прага 
дава измерими и статистически значими подобрения, но най-добрите стойности зависят 
едновременно от модела и от домейна, тоест една настройка не работи еднакво добре навсякъде. 
Второ, оценяване, което отчита последователността, е за предпочитане пред оценяване само по 
средни стойности, защото ограничава избора на конфигурации с високи резултати, но висока 
нестабилност. Трето, оценяването при вариране на прага трябва да се повтаря при смяна на домейна, 
тъй като най-добрите прагове се изместват надолу за всичките четири тествани модела при 
преминаване от земеделие към биоразнообразие. 

Получени са три научно-приложни приноса, които заедно оформят Рамката за оценка. 
Проследимостта от дефицитите, през основните въпроси и задачите до приносите е показана на 
Фигура C.1. 
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